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Abstract 

Regular detection of dust on photovoltaic (PV) modules is crucial for their maintenance because dust 
can hinder light harvesting and decrease power generation. The current study utilized drone images of 
panels and deep learning techniques to detect dust and evaluate the performance of a prediction model. 
After acquiring and preprocessing the drone images of the panels in Samcheok city, Gangwon state, 
we applied five deep learning techniques to identify and categorize the panels as dusty or clean. We 
evaluated the performance of these techniques using a confusion matrix. The convolutional neural 
network technique demonstrated the highest predictive performance with an area under the curve of 
80.6%, classification accuracy of 66.0%, and recall of 94.0%. However, the model's high predictive 
performance for dusty panel cases was accompanied by a high rate of misclassification for the clean 
panel cases, indicating the need for improvement. The proposed analytical model can be used to 
quickly screen and evaluate the dusty panels in large-scale power plants.
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요 약 

태양광 모듈 표면의 먼지오염은 수광장애 요인으로 발전량 저하를 유발하기 때문에 이를 주기적으

로 탐지하는 것은 유지관리 측면에서 매우 중요하다. 따라서 본 연구에서는 드론으로 촬영한 이미

지와 딥러닝 기법을 이용하여 태양광 패널 규모에서의 먼지오염 여부에 대한 분류 예측 모델의 성

능을 평가하였다. 강원특별자치도 삼척시에 위치한 육상 및 옥상 태양광 패널에 대한 드론 이미지

를 취득 및 전처리 후 5종의 딥러닝 기법을 적용하여 패널위의 먼지오염 여부를 분류하였으며 혼동

행렬을 이용하여 예측결과의 분류 성능을 평가하였다. 그 결과 convolutional neural network 기법

이 가장 높은 예측력을 보였으며 Area under the curve는 80.6%, 정확도는 66.0%, 재현율은 94.0%로 

계산되었다. 실제로 패널위에 먼지오염이 있는 경우에 높은 예측력을 보인 반면 먼지오염이 없는 

경우를 오분류한 비율도 높았기에 이에 대한 개선이 필요할 것으로 판단된다. 본 연구에서 제안한 

분석모델은 대규모 태양광 발전소에서 패널위의 먼지오염을 신속하게 평가하고 스크리닝하는 방

법론의 하나로 활용될 수 있을 것으로 기대한다.

주요어 : 태양광 패널, 먼지, 드론, 딥러닝, 삼척
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서   론

태양광(photovoltaic, PV) 모듈 표면의 그림자(shading), 

먼지(dust), 쏘일링(soiling), 낙엽(leaves), 눈(snow), 새의 

분비물(bird dropping) 등은 대표적인 수광장애 요인이다

(Saini et al., 2023). 이와 같은 수광장애 요인들은 태양광 

발전량의 저하를 유발하며, 태양광 모듈의 태양 전지(cell)

가 직렬로 연결되어 있기 때문에 수광장애 면적 비율에 비

해 실제 발전 효율의 저하는 훨씬 크다. 전술한 수광장애 요

인 중에는 일반적으로 그림자가 가장 큰 문제로 여겨지고 

있지만 이는 태양광 모듈의 설계 및 설치 과정에서 음영지

역을 회피하는 방법으로 해결이 가능하다. 반면에 Fig. 1에 

나타난 미세먼지나 황사 등과 같은 먼지(오염)는 태양광 발

전소가 회피하기 어려운 수광장애 요인에 해당한다. IEA- 

PVPS(International Energy Agency's Photovoltaic Power 

Systems Program) 보고서(Schill et al., 2022)에 따르면, 태

양광 모듈 표면에 쌓인 입자 등 오염물로 인해 발생한 에너

지 손실은 전세계 태양광 발전량의 최대 4%로 추정(2018

년 기준)되며, 이는 약 30~50억 유로(euro)의 수익 손실에 

해당하는 것으로 발표되었다. 국내의 경우 미세먼지나 황

사가 태양광 발전에 미치는 영향 수준(정도)에 대해서는 다

양한 의견이 존재하지만 악영향을 끼친다는 것은 다양한 

문헌의 연구결과(Kaldellis et al., 2011; Lee et al., 2017; 

Son and Jeong, 2019; Sung and Cho, 2019)로부터 입증되

었다. 따라서 이와 같은 에너지 손실량을 줄이기 위해서는 

태양광 모듈 표면의 수광장애 여부를 정기적으로 탐지 및 

점검하고, 적절한 세척 등의 유지관리 작업이 이루어져야 

할 필요가 있다.

태양광 모듈과 먼지오염에 대한 연구는 국내·외의 다양

한 연구자들에 의해 이루어져왔다. 첫 번째 주제는 먼지오

염이 태양광 발전량(효율)에 미치는 영향에 대한 것이다. 

국내에서 Han et al.(2018)은 공기 중 미세먼지에 의한 태양

전지의 오염 정도에 대해 분석하였고, Park et al.(2019)은 

기상기후 자료와 발전량 계측 자료를 이용하여 미세먼지를 

포함한 기상특성과 태양광 발전량 간의 회귀모델을 도출하

였다. 미세먼지 자료와 인공지능(머신러닝 및 딥러닝 기법)

을 이용하여 태양광 발전량 또는 효율 저감량을 예측한 문

헌도 발표되었다(You and Bae, 2020; Kim et al., 2021). 해

외에서도 인도(Rao et al., 2014), 이집트(Menoufi et al., 

2017), 포르투갈(Conceição, et al., 2018), 중국(Chen et 

al., 2020) 등 다양한 국가에서 유사한 연구가 다수 보고되

었다. 두 번째 주제는 태양광 모듈의 먼지오염 탐지에 관한 

것이다. 국내에서는 Kim(2015)가 레이저 광선을 이용한 

광학영상 센서로부터 태양광 모듈의 표면 오염을 검출한 

바 있다. 해외의 경우 딥러닝 기법을 이용한 태양광 모듈의 

먼지 및 핫스팟 분류 연구(Cipriani et al., 2020), 태양광 모

듈의 먼지 탐지를 위한 시맨틱 영상 분할(image semantic 

segmentation) 기법 비교(Cruz-Rojas et al., 2023), 실험연

구 스케일에서 태양광 모듈의 먼지오염을 탐지하기 위한 

무인항공기와 딥러닝 기법 적용(Gao and Li, 2023) 연구 등

이 수행된 바 있다. 이러한 연구들은 드론 영상의 전처리를 

통해 태양광 모듈의 경계를 추출하고, 개별 모듈 표면의 먼

지오염 영역을 탐지하였다. 반면에 다수의 태양광 모듈로 

구성된 태양광 패널 규모 단위의 먼지오염 탐지를 목적으

로 드론 촬영 영상과 딥러닝 기법으로부터 먼지오염의 존

재 여부를 분석한 연구는 다소 미흡한 실정이다.

본 연구의 목적은 무인항공기(이하 드론)로 촬영 이미지

와 딥러닝 기법을 이용하여 태양광 패널 규모에서의 먼지

오염(쏘일링 포함) 여부를 분류 예측하는 것이다. 이 연구

는 특정 태양광 모듈에 대한 먼지오염 영역을 탐지하는 것

이 아니라 세척작업을 위해 태양광 발전소의 패널 규모 수

준에서의 먼지오염 여부를 분류하고자 하는 것이다.

연구방법

강원특별자치도 삼척시에 설치되어 있는 육상 및 옥상 

태양광 발전소(발전시스템) 일부를 연구지역으로 선정하

였다. 2023년 10월 기준으로 강원특별자치도 삼척시에는 

401개소의 태양광 발전소가 설치되어 있으며, 태양광 발전 

설비 전체 용량은 113 MW(강원특별자치도 전체 용량 대

비 6.8%)에 이른다. 그러나 태양광 발전 설비 이용률 관점

에서 강원특별자치도의 18개 시군구 중 삼척시의 기상조

건 순위가 최하위(18위)에 해당하기 때문에(Renewable 

Energy Cloud Platform, 2023) 본 연구에서는 삼척시를 연

구지역으로 선정하였다. 

본 연구에서 태양광 패널의 먼지오염 탐지를 위한 연구

방법과 절차를 Fig. 2에 순서도 형태로 제시하였다. 이는 드Fig. 1. Exemplary images of clean and dusty PV modules.
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론을 이용한 영상자료 취득, 취득된 자료의 딥러닝 적용을 

위한 훈련 자료 및 테스트 자료로의 분류, 영상자료의 딥러

닝 분석용 정보 추출을 위한 이미지 임베딩, 딥러닝 기법의 

하이퍼파라미터 조절 및 적용, 혼동행렬을 이용한 딥러닝 

기법의 분류 성능 지표 비교 분석 과정으로 구성된다.

본 연구에서는 파이썬(Python) 기반의 오픈소스 머신러

닝 및 데이터 가시화 툴킷 중 하나인 Orange Data Mining 

소프트웨어를 활용하여 딥러닝 기법의 태양광 패널 먼지 

오염 분류 예측 성능을 평가하였다. Fig. 3은 상기 소프트웨

어에서 위젯(widget)과 네트워크를 이용하여 설계한 연구

절차(이미지 데이터 입력, 임베딩, 딥러닝 모델 학습 및 분

석, 딥러닝 모델 성능 평가)를 보여준다. 주황색 위젯은 데

이터를 스프레드시트 형식으로 보여주고, 노란색 위젯은 

이미지 데이터의 입력, 임베딩, 가시화 등을 나타내며, 분홍

색 위젯은 딥러닝 모델을, 하늘색 위젯은 딥러닝 모델의 평

가 및 검증 기능을 수행한다.

자료 취득, 분류 및 전처리

본 연구에서는 Da Jiang Innovation(DJI) 社의 Mavic 2 

Enterprise Advanced(이하 Mavic 2) 드론을 이용하여 강

Fig. 2. Flowchart of PV panel dust detection using drone imagery and deep learning techniques.

Fig. 3. Design of the widget-based analytical process in Orange Data Mining software for PV panel dust detection.
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원특별자치도 삼척시의 태양광 패널에 대한 광학 및 열적

외선 영상을 취득하였다. Mavic 2 드론은 통합 고해상도 

열화상 센서를 사용하여 현장의 물체를 빠르게 인식할 수 

있고, 안정화된 3축 짐벌에 가시광선 카메라와 열화상 카

메라를 장착하여 가시광선 및 적외선 영상을 동시에 제공

한다는 장점이 있다(Table 1). 태양광 패널의 드론 영상을 

취득하기 위해 국제전기표준회(International Electronical 

Commission, IEC)에서 제시하는 촬영 가이드라인을 참조

하였다. 모든 태양광 패널에 대해 충분한 영상자료를 확보

하기 위해 IEC 표준에 따라 공간해상도를 3 cm/pixel로 설

정하였다. 드론 촬영 날짜를 선정할 때 기온, 습도, 바람, 강

수, 일조량 등의 기상 조건을 모두 고려했으며, 일출 후 2시

간과 일몰 전 2시간(그림자 문제로 정확성 떨어짐), 정오

(강한 빛으로 인해 반사되는 빛이 측정) 시간대를 피하여 

오전 10시와 오후 3시경에 촬영을 실시하였다. 

강원특별자치도 삼척시에 대한 드론 촬영을 통해 본 연

구에서는 먼지가 없는 태양광 패널 영상 500장, 먼지가 있

는 태양광 패널 영상 500장 등 총 1,000장의 영상자료를 수

집하였다. 일반적으로 딥러닝 분석에서 훈련 자료와 테스

트 자료의 비율은 분류 예측 성능에 영향을 미치기 때문에

(테스트 자료 대비 훈련 자료의 비율이 높을수록 예측 정확

도가 향상됨) 적절한 수준의 비율을 설정하는 것은 매우 중

요하다. 그러한 이유로 본 연구에서는 전체 영상자료에 계

층적 샘플링을 적용하여 훈련 자료와 테스트 자료가 동일

한 비율을 갖도록 각각 800장(80%)과 200장(20%)으로 분

류하였다. 또한, 훈련 자료 800장은 먼지오염이 없는 태양

광 패널 400장과 먼지오염이 있는 태양광 패널 400장의 영

상으로 구성하였다. 테스트 자료 100장 역시 먼지오염이 

없는 태양광 패널 50장과 먼지오염이 있는 태양광 패널 50

장의 영상으로 구성하였다. 딥러닝 분석을 위해 본 연구에

서 취득 및 분류한 영상자료의 개수는 Table 2에 제시되어 

있다.

연구 자료 구축 과정에서 드론 영상에 나타난 태양광 패

널의 먼지오염 여부, 이른바 실제값(ground truth)에 대한 

결정은 두 명의 연구자를 통해 이루어졌다. 사람이 이미지

에 대한 데이터 라벨링을 하는 것은 객관성이나 신뢰성 측

면에서 문제가 제기될 수 있다. 그래서 먼지오염 여부에 대

한 두 명의 판단이 동일한 경우에만 데이터 라벨링을 진행

하고, 판단이 상이한 경우에는 연구 자료에 고려하지 않았

다. 보수적인 접근을 위해 태양광 패널 영역 전체가 아닌 일

부에라도 명확한 먼지오염의 흔적이 있거나 태양광 패널 

표면에 색상이 달라 보이는 수준의 먼지오염이 있는 경우

에는 먼지오염이 있는 것으로 간주하였다. 

드론으로 취득한 영상자료는 비정형 자료이기 때문에 원

자료의 형태로 딥러닝 분석을 하기에는 무리가 있다. 영상

자료에 딥러닝 기법을 적용하기 위해서는 사람이 이해 가

능한 영상을 컴퓨터가 처리 가능한 형태로 변경하는 전처

리 작업이 필요하다. 이 과정을 이미지 임베딩(image 

embedding)이라고 한다. 일반적으로 이미지는 용량, 가로 

및 세로 격자셀 개수와 같은 기본 정보만 포함하고 있다. 여

기서는 딥러닝 모델이 영상을 구성하는 픽셀(pixel)의 색상 

정보로부터 각 이미지의 특징 벡터(vector)를 계산하며, 각 

이미지의 데이터 테이블에 이미지를 설명하는 수백~수천

개의 특징 벡터값을 생성한다. 그리고 이 값들은 이미지 분류 

Table 1. Specification of DJI Mavic 2 Enterprise Advanced drone

Type Features Performance

Aircraft

Dimensions (L × W × H) Folded: 214 × 91 × 84 mm3

Takeoff weight (without accessories) Unfolded: 322 × 242 × 84 mm3

Max. speed 72 kph (S-mode, without wind)

Max. flight time 31 min (measured while flying at 25 kph in windless conditions)

M2EA 
Thermal 
Camera

Sensor resolution 640 × 512 @30Hz

Digital zoom 16 ×
Accuracy of thermal temperature Measurement: ± 2℃ or ± 2%, whichever is greater.

Table 2. Image data classification for deep learning-based detection of PV panel dust

Data sizeData type Clean PV Dusty PV Sum (ratio)

Training data 400 400 800 (80%)

Test data 100 100 200 (20%)

Sum (Ratio) 500 (50%) 500 (50%) 1,000 (100%)
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등의 딥러닝 분석 기법에 활용된다. 이미지 임베딩의 자세

한 적용 방식과 사용 방법에 대한 예시는 Godec et al.(2019)

의 논문을 참고할 수 있다. 대표적인 임베더(embedder)로

는 Inception v3(Szegedy et al., 2016), SqueezeNet(Iandola 

et al., 2016), VGG(Simonyan and Zisserman, 2014), Pain-

ters, DeepLoc(Almagro Armenteros et al., 2017) 등이 있

다. 본 연구에서는 ImageNet 데이터 세트에서 정확도가 

78.1% 이상인 것으로 입증된 영상 인식 모델이자 장기간 

수많은 연구에서 나온 다양한 아이디어가 축적된 것으로 

알려진 Inception v3을 임베더로 채택하였다. 

자료 훈련 및 검증을 위한 교차검증

딥러닝 기법은 전술한 훈련 자료(training data)의 학습을 

통해 태양광 패널 표면의 먼지오염 여부에 대한 알고리즘

이나 규칙을 생성해내고, 별도의 검증 자료(validation 

data)를 이용하여 학습 능력을 평가한 후 학습된 모델을 이

용하여 테스트 자료의 먼지오염 여부를 판단한다. 다만 딥

러닝 기법의 자료 훈련(학습) 과정에서 일부 또는 특정 자

료만 활용할 경우에는 샘플링 과정에서 편향(bias)이 생기

거나 전체 훈련 자료의 특성을 반영하지 못하는 단점이 있

다. 예를 들어, 만약 800개의 훈련 자료 중에 N개는 딥러닝 

모델의 학습에 사용하고 나머지 800-N개는 검증에 사용한

다고 가정해보자. 여기서 검증에 사용한 데이터의 분포나 

특성이 훈련에 사용한 데이터의 그것과 상이한 경우 이는 

편향된 학습 결과를 초래할 수 있다. 

이러한 문제를 극복하기 위하여 본 연구에서는 전체 훈

련 자료를 모두 검증용 자료로도 사용할 수 있는 계층적 샘

플링의 일종인 k-폴드 교차검증(k-fold cross validation) 방

법을 사용하였다. 데이터 훈련 과정에서 사용되는 k-폴드 

교차검증 방법의 원리를 Fig. 4에 나타내었다. 이 방법은 훈

련 자료 집합으로부터 k개의 상호 배타적인 같은 크기의 부

분 집합(fold)을 만든 후에 k-1개의 폴드를 훈련용으로, 나

머지 1개의 폴드를 검증용으로 활용하는 방식을 반복적으

로 수행함으로써 편향을 최소화하고 훈련 과정에 대한 신

뢰도를 확보할 수 있는 장점이 있다(Jung and Choi, 2022). 

즉, 훈련 자료 전체가 딥러닝 모델의 학습과 검증에 활용되

기 때문에 자료를 효율적으로 사용할 수 있는 동시에 자료 

선택에 따른 편향성은 최소화 될 수 있다. 다만 K 값이 크면 

반복 횟수가 많기 때문에 연산 시간이 증가하는 단점이 있

다. 따라서 본 연구에서는 k값을 5로 설정한 5겹 교차검증

을 수행하였다.

딥러닝 기법 선정

본 연구에서는 파이썬(Python) 기반의 오픈소스 머신러

닝 및 데이터 가시화 툴킷 중 하나인 Orange Data Mining 

소프트웨어를 활용하여 딥러닝 기법의 태양광 패널 먼지 

오염 분류 예측 성능을 평가하였다. 태양광 패널의 먼지 오

염 발생 여부를 예측하기 위하여 동일 주제를 다룬 기존 문

헌에서 많이 활용된 기법을 검토하였고, 본 연구에서는 

AdaBoost(adaptive boost)와 CNN(convolutional neural 

network), kNN(k-nearest neighbor), RF(random forest), 

SVM(support vector machine) 등 총 5종류의 기법을 선정

Fig. 4. Schematic diagram for k-fold cross-validation at the data training stage.



한호상 · 서장원

한국자원공학회지

28

하였다. 해당 기법 중에는 머신러닝과 딥러닝 기법이 혼재

되어 있으나 본 연구에서는 딥러닝 기법으로 명명하였다.

딥러닝 기법의 예측 성능평가

딥러닝 기법의 예측 성능평가 방법은 최종 예측값의 형

태가 연속형(회귀)인지 이산형(분류)인지에 따라 달라진

다. 본 연구에서는 태양광 패널의 먼지오염 여부를 예측하

는 분류 문제에 해당하기 때문에 이에 적합한 5개의 성능평

가 지표를 적용하였다. 

Area under the curve(AUC) 지표는 receiver operating 

characteristic(ROC) 곡선이 이진 존재-부재 변수로 변환될 

때 모든 임곗값에 대한 전체 기법의 성능을 요약한다(Lobo 

et al., 2008). ROC 곡선은 이진 분류 문제에서 임곗값이 변

화할 때 민감도(Recall)와 1-특이도(Specificity)를 각각 축

으로 놓고 해당 조합이 어떠한 형식으로 변하는가를 보여

주는 그래프이다. 또한 여러 기법의 ROC 곡선은 비교할 때

는 곡선 아랫부분의 면적(AUC)을 이용하며, 해당 면적이 

클수록(최대값=1) 성능이 우수한 기법이라고 판단한다.

태양광 패널의 먼지오염 여부와 같은 분류 측기법의 성

능을 평가하기 위해서는 주로 혼동행렬(confusion matrix)

을 이용한다. 혼동행렬의 평가 요소로는 각각 TP(true posi-

tive)와 TN(true negative), FP(false positive), FN(false 

negative)이 존재하며, 해당 네 가지 요소들을 이용하여 적

용된 기법을 성능을 평가한다(Fig. 5). TP와 TN은 실제로 

발생된 사건(여기서는 먼지오염의 존재)을 올바르게 예측

한 것이며, FP와 FN의 경우 실제 발생여부를 다르게 예측

한 것을 의미한다. 전술한 혼동행렬의 4가지 요소들로부터 

계산될 수 있는 네 가지 개념이 있는데 이는 각각 Classifi-

cation accuracy(CA; 정확도)와 Precision(정밀도), Recall

(재현율), F1 Score이다. 네 개 지표 모두 1에 가까울수록 높

은 예측력을, 0에 가까울수록 낮은 예측력을 보이는 것으로 

해석할 수 있다. CA(Fig. 5(a))는 가장 일반적인 딥러닝 기

법의 성능 평가 지표로써 전체 데이터 중 실제로 긍정

(positive)인 것을 positive로 예측하고 부정(negative)인 것

을 negative으로 정확하게 예측하였는지를 보여주는 값이

다. Precision(Fig. 5(b))의 경우 기법의 예측값이 얼마나 정

확한가를 보여주는 지표로, 기법이 Positive라 예측 분류한 

값 중 실측값이 Positive인 비율을 의미한다. Recall(Fig. 

5(c))은 실제 실측값 중 기법이 예측한 실측값을 나타내는 

지표이며, 실측값이 Positive인 값 중 기법이 Positive인 비

율을 표시한다. F1 Score(Fig. 5(d))는 Precision과 Recall 

모두를 고려한 수치이며, 이는 두 수치를 조화평균 내어 계

산하는 지표이다.

연구결과 및 해석

딥러닝 기법의 훈련 자료 학습 성능평가 결과

딥러닝 기법이 훈련 데이터(강원특별자치도 삼척시에 

위치한 태양광 패널 이미지 800장)로부터 먼지오염 여부의 

분류 작업을 얼마나 정확하게 학습하였는지(학습력)를 분

석하였다. 물론 본 연구의 최종 목적은 테스트 자료에서 높

은 분류 예측 정확도를 갖는 것이며, 이는 테스트 데이터를 

대상으로 적용한 것이 아니기 때문에 딥러닝 기법의 분류 

예측 성능결과(예측력)라고 보기는 어렵다. 본 연구에서는 

Fig. 5. Formulas used to evaluate the categorization prediction performance of deep learning algorithms.
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Table 3에 제시된 바와 같이 모든 성능지표(5종)에서 훈련 

데이터를 가장 잘 학습한 기법은 CNN 모델로 나타났다. 

kNN, SVM, RF, AdaBoost 기법이 그 뒤를 이었다. CNN 

모델의 CA가 0.866이라는 것은 CNN 모델이 전체 800장

의 이미지 중 86.6%에 해당하는 692장에 한 먼지오염 여부

를 올바르게 학습했다는 의미로 해석할 수 있다. 5개의 성

능 지표값으로 미루어볼 때 과적합에 해당하지는 않는 것

으로 판단되었다. 다만 훈련 데이터 학습 방법으로 5-fold 

cross validation 기법을 사용했기 때문에 아래 결과수치는 

매 시행 때마다 일부 변경될 수 있다. 다만 본 연구에서는 반

복 시행 과정에서 5개 평가 지표에 대한 5개 딥러닝 알고리

즘 순위의 변동은 거의 없었으며, 아래 표에 제시된 값은 10

회 반복 시행한 결과의 평균치를 나타낸다.

딥러닝 기법의 테스트 자료 학습 성능평가 결과

본 연구에서 딥러닝 분석의 최종 목적은 훈련 자료(태양

광 패널 이미지)의 학습을 통해 도출된 모델(learner)을 테

스트 자료에 적용하여 태양광 패널 표면의 먼지오염 여부

를 정확하게 예측(predict)하는 것이다. 따라서 진정한 의미

에서의 딥러닝 기법의 분류 예측 성능 지표는 훈련 자료가 

아닌 테스트 자료의 검증을 통해서만 계산 가능하다. 연구

방법 부분에서 전술한 바와 같이 총 200장의 테스트 자료

(먼지오염 100장, 비오염 100장)를 대상으로 딥러닝 기법

이 예측한 결과와 실제 먼지오염 여부를 비교분석하였다. 

Table 4는 태양광 패널의 먼지오염 분류 결과에 대한 딥

러닝 모델별 혼동행렬 결과를 제시한 것이다. 본 연구의 경

우 TP는 태양광 패널 표면의 먼지오염이 있는 상황을 맞게 

예측한 경우(CNN 모델의 경우 94개), TN은 먼지오염이 없

는 상황을 맞게 예측한 경우(38개), FP는 먼지오염이 없는 

상황을 틀리게 예측한 경우(62개), FN은 먼지오염이 있는 

상황을 틀리게 예측한 경우(6개)에 해당한다. 딥러닝 모델

과 무관하게 실제로 존재하는 먼지오염은 맞게 예측한 경

우가 많았던 반면, 실제로 먼지오염이 없는 경우를 오분류

한 경우가 많은 것을 확인할 수 있다.

전술한 혼동행렬의 결과를 토대로 각 딥러닝 알고리즘에 

대한 태양광 패널 표면 먼지오염 분류 예측 성능지표를 

Table 5에 요약하였다. 훈련 자료의 학습력 결과와 마찬가

지로 모든 측면에서 CNN 모델이 가장 높은 분류 예측 성능

을 보였다. 그 뒤로는 RF, kNN, SVM, AdaBoost의 순위를 

보였다. 이와 같은 결과는 각 딥러닝 모델이 개발되는 과정

Table 3. Learning performance index of each deep learning model for categorizing clean and dusty PV panels

Algorithm AUC CA Precision Recall F1 score Rank

AdaBoost 0.710 0.710 0.706 0.720 0.713 5

CNN 0.931 0.866 0.865 0.868 0.866 1

kNN 0.873 0.812 0.826 0.792 0.809 2

RF 0.855 0.786 0.804 0.757 0.780 4

SVM 0.875 0.781 0.761 0.820 0.789 3

Table 4. Results of the confusion matrix of deep learning algorithms for categorizing clean and dusty PV panels

AdaBoost
Predicted

CNN
Predicted

Positive Negative Positive Negative

Actual
Positive 65 35

Actual
Positive 94 6

Negative 70 30 Negative 62 38

kNN
Predicted

RF
Predicted

Positive Negative Positive Negative

Actual
Positive 82 18

Actual
Positive 83 17

Negative 71 29 Negative 63 37

SVM
Predicted

Positive Negative

Actual
Positive 71 29

Negative 76 24
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에서 어떠한 가정 하에서 만들어지는지와 연관될 수 있다. 

나머지 4개 모델과는 다르게 CNN 모델은 동일한 특징이 

이미지 내의 여러 부분에 존재(stationarity of statistics)할 

수 있고, 작은 영역 안에 픽셀의 종속성(locality of pixel 

dependencies)이 있는 이미지의 특성을 반영할 수 있는 모

델이기 때문인 것으로 판단된다(Krizhevsky et al., 2012).

 Table 4와 5에 제시된 5개 기법의 순위가 상이한 것으로 

볼 때 반드시 높은 학습력을 보인 딥러닝 모델의 예측 정확

도가 높은 것은 아님을 확인할 수 있었다. 단순한 가정으로 

딥러닝 기법의 사용 목적이 예측에 초점을 두고 있다면 

kNN 모델(학습 2위 및 예측 3위)보다는 RF 모델(학습 4위 

및 예측 2위)을 선정하는 것이 적절하다고 볼 수 있다.

현재까지 알려진 바로 딥러닝 기법의 예측력은 학습력보

다 낮게 나타나는 것이 일반적이다. 다만 아래 표에서 눈여

겨볼 점인 Recall은 실제로 먼지오염이 존재하는 전체 경우

의 수 대비 정확하게 예측한 비율을 의미한다. 5개 딥러닝 

모델 모두 타 지표에 비해 Recall 수치가 높은 것을 확인할 

수 있는데 이는 실제로 먼지오염이 존재하는 상황을 정확

하게 예측한 비율이 높다는 의미이다. 반면에 Precision의 

경우 실제로는 먼지오염이 없는 상황을 반대로 판단한 경

우(FP 값)가 많았고, 이 영향으로 0.481~0.603 범위의 값을 

나타냈다. 이로부터 추론해볼 때 본 연구에서 훈련 데이터

로부터 딥러닝 기법이 학습한 모델은 먼지오염이 존재하는 

것으로 판단하는 비율이 높은 것으로 사료된다.

Fig. 6은 태양광 패널의 먼지오염 여부를 오분류한 실제 

드론 사진 예시를 보여준다. 전술한 혼동행렬에서 FP와 FN

과 같이 오분류된 결과의 원인을 분석하였다. 실제로 깨끗

한 모듈을 반대로 분류한 FP의 경우 대부분 이미지 내에 태

양광 패널 외에 옥상이나 지붕 등이 회갈색 배경처럼 포함

되었거나 태양광 패널의 설치 각도에 따라 빛이 반사되는 

사례가 다수였다. 반면에 실제로 먼지오염이 존재하는 모

듈을 반대로 깨끗한 모듈로 분류한 FN의 경우 먼지오염이 

모듈 전반에 아주 옅게 분포하고 있거나 일부 공간에 작은 

덩어리로 분포되어 있는 경우가 많았다. 물론 그림자 유무

가 두 사례의 오분류에 영항을 주기도 하였다. 뿐만 아니라 

드론이 태양광 패널을 촬영하는 각도, 드론과 태양광 패널 

사이의 거리 등과 같은 드론 촬영 조건이나 기상 환경에 따

라서도 먼지오염 분류의 정확도가 영향을 받을 수 있을 것

이다.

토의 및 결론

본 연구에서는 드론으로 촬영한 영상자료와 5개의 딥러

닝 기법을 이용하여 강원특별자치도 삼척시에 설치된 태양

광 패널 규모에서의 먼지오염 여부를 예측하고 적용된 기

법들의 성능을 검증하였다. 먼지오염 여부에 대한 예측결

과와 실측결과의 비교를 통해 도출한 5개 성능지표를 종합

적으로 고려했을 때 CNN 모델이 가장 높은 분류 예측 성능

Table 5. Predictive performance index of each deep learning model for categorizing clean and dusty PV panels

Algorithm AUC CA Precision Recall F1 score Rank

AdaBoost 0.475 0.475 0.481 0.650 0.553 5

CNN 0.806 0.660 0.603 0.940 0.734 1

kNN 0.639 0.555 0.536 0.820 0.648 3

RF 0.627 0.600 0.568 0.830 0.675 2

SVM 0.562 0.475 0.483 0.710 0.575 4

Fig. 6. Exemplary photos of the results of misclassification of dirt on a PV panel. (a) FP, (b) FN.
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을 보이는 것으로 분석되었다. 훈련 자료와 테스트 자료 비

율을 8:2로 구성했을 때 태양광 패널 표면 먼지 오염에 대한 

CNN 기법의 분류 예측 성능은 area under the curve는 

80.6%, classification accuracy는 66.0%, precision 60.3%, 

recall 94.0%, F1 score 73.4%로 평가되었다. 

태양광 패널 표면의 먼지오염을 탐지하기 위한 접근법을 

제안하였으나 5개 딥러닝 모델 모두 CA 값이 70% 미만에 

그쳤다. 혼동행렬의 FP와 FN과 같이 오분류된 것은 이미지 

내에 태양광 패널 외에 지붕이나 옥상 등의 다른 배경이 포

함되었거나 모듈 내의 그림자 등이 주요한 원인인 것으로 

사료되었다. 따라서 향후에는 드론 이미지 내에 태양광 패

널 외의 객체(지붕, 옥상, 배경 등)가 포함되었을 때 컴퓨터 

비전(computer vision) 기술 등을 적용하여 기타 객체를 자

동으로 인식 및 처리함으로써 순수하게 태양광 패널 표면

의 먼지오염 여부만을 훈련 단계에서 면밀하게 분석할 수 

있는 기술 개발이 필요하다고 판단된다. 뿐만 아니라 드론 

촬영 조건이나 기상 환경에 따라서도 먼지오염 분류 정확

도가 영향을 받을 수 있기 때문에 추후에는 드론 촬영 방법

에 대한 가이드 라인에 대한 연구도 필요할 것으로 사료된다. 

또한, 최근 들어 Vision Transformer, Contrastive learning, 

EfficientNET 등과 같은 새로운 이미지 임베딩 기술이 발

표되고 있으므로 향후에는 보다 개선된 이미지 임베더를 

적용할 필요가 있을 것으로 사료된다. 

태양광 패널의 먼지오염 탐지의 궁극적 목적은 세척(청

소)을 통해 수광장애 요인을 제거함으로써 태양광 발전량

의 저하를 방지하는 것이다. 따라서 본 연구에서 먼지오염

이 존재하는 것으로 맞게 분류된 태양광 패널과 오분류되

었지만 실제로 먼지오염이 존재하는 태양광 패널에 대한 

세척 등의 유지관리 작업이 이어질 필요가 있다.
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