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Abstract 

In this study, the prediction of mining-induced subsidence is analyzed and compared using various 

machine learning models. Factors affecting the occurrence of subsidence are identified from eight and 

1,730 sets of subsidence data. Five machine learning models are selected, i.e., Adaboost, artificial 

neural networks, the k-nearest neighbor, random forest, and the support vector machine, which are 

frequently used in studies related to geohazard prediction. In addition, the stacking technique is 

applied to five algorithms based on 10 combinations, and the predictive performance of each ensemble 

method is evaluated and compared. To evaluate the classification performance of the machine learning 

technique applied in this study, recall is used as an evaluation index, which describes the ratio of the 

predicted ground subsidence instead of the area under curve used previously. Based on the values of 

recall, the random forest demonstrates the best performance (with a recall of 0.955). The recall is 

expected to be a more reliable evaluation index for predicting subsidence occurrences compared with 

other indices.
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요 약 

본 연구에서는 폐광 지역의 지반침하 발생 예측에 활용되는 다양한 머신러닝 기법의 예측 성능을 

비교·분석하였다. 광산 지반침하 발생 여부에 영향을 미치는 인자는 총 8개로 구성하였고, 1,730개

의 지반침하 데이터를 획득하였다. 머신러닝 기법은 지반재해 예측에 대한 문헌에서 주로 활용되

는 Adaboost, ANN(Artificial Neural Network), kNN(k-Nearest Neighbor), RF(Random Forest), 

SVM(Support Vector Machine) 등 5개를 선정하였다. 또한, 5개 알고리즘에 Stacking 기법을 적용

하여 10개 조합으로 나누어 각각의 앙상블 기법들의 예측 성능을 비교하였다. 본 연구에서 적용된 

머신러닝 기법의 분류 성능 평가 지표로는 기존에 사용되던 AUC(area under the curve)가 아닌 실제

로 발생된 지반침하를 맞게 예측하는 비율을 의미하는 Recall에 중점을 두었다. Recall에 기반한 결

과, RF 기법이 0.955로 가장 높은 성능을 나타내었다. 이는 지반침하 발생 여부를 예측하는데 기존 

기법보다 신뢰성 있는 평가 기준이 될 수 있을 것으로 기대된다.

주요어 : 광산 지반침하, 머신러닝, 랜덤포레스트, 재현율, 곡선하면적비율
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서   론

폐광산 지역에서 발생되는 지반침하는 지상에 위치한 철

도 및 도로와 같은 국가기간시설의 안정성뿐만 아니라 인

명과 부동산, 동산에도 피해를 미칠 수 있으며, 해당 지역의 

개발계획에도 장애요인이 된다(Kratzsch, 1983; Suh et al., 

2010; Waltham et al., 2011). 2019년 광해통계연보에 따르

면 국내의 경우 4,677개의 폐광산이 존재하며, 702건의 지

반침하가 발생된 것으로 보고되는 등 이는 폐광지역 안전 

문제의 주요 이슈로 꼽힌다(Mine Reclamation Corporation, 

2019). 따라서 광산 지반침하로 인한 피해를 최소화하고 이

를 효과적으로 관리하기 위해서는 과학적 기법들을 활용하

여 광산 지반침하를 사전에 평가 및 예측할 필요가 있다.

광산 지반침하 평가 및 예측을 위해 다양한 분석 기법들

이 국내･외의 다수의 연구자들에 의해 제안되었다. 이러한 

연구들은 대부분 지리정보시스템(geographic information 

systems, GIS) 환경에서 지반침하 발생과 영향인자간의 상

관성 분석에 확률･통계 기법, 전문가 시스템, 머신러닝 기

법들이 적용된 사례에 해당한다. 확률･통계 기법으로는 

Frequency ratio 또는 Weight of Evidence를 이용한 연구

(Choi et al., 2007; Oh and Lee, 2010; Oh et al., 2011; Suh 

et al., 2013; Son et al., 2015; Suh et al., 2016)가 주를 이루

며 Logistic regression 기법이 적용된 사례(Kim et al., 2006)

도 보고되었다. 전문가 시스템 적용 사례로는 Fuzzy theory

를 이용한 연구(Choi et al., 2010; Park et al., 2012; Park et 

al., 2014)가 있고, 여러 개의 기법을 결합하여 지반침하를 

예측한 연구(Oh and Lee, 2011; Bui et al., 2018; Oh et al., 

2019)도 발표되었다. 

최근에는 지반침하 예측에 머신러닝 기법을 접목한 사례

들을 다수 확인할 수 있었다. NN(neural network)을 이용

한 연구(Kim et al., 2009; Lee et al., 2012)가 있었으며, 

Decision Tree를 이용한 연구(Lee and Park, 2013), SVM 

(support vector machine) 기반 연구(Bui et al., 2018), 그리

고 Bayes net이나 naive Bayes를 활용한 연구(Oh et al., 

2019)도 진행된 바 있다. 이러한 연구들은 예측 성능의 지

표로 실제 지반침하 발생지와 미발생지 전체에 대한 예측 

정확도를 평가하는 AUC(area under the curve)를 사용하

였다는 점에서 개선의 여지가 있다. 일반적으로 연구지역

에서 지반침하 발생지에 비해 미발생지가 차지하는 면적 

비율이 높기 때문에 AUC 결과는 실제 지반침하 미발생지

를 잘 예측하는 것에 더 영향을 많이 받을 수 있다. 반면에 

머신러닝 기법의 분류 예측에 대한 성능 평가 지표 중 하나

인 Recall의 경우, 적용된 기법이 실제 발생된 지반침하를 

얼마나 올바르게 맞추었는지에 중점을 둔다.

본 연구에서는 광산 지반침하 발생 예측을 위해 다양한 

머신러닝 기법을 적용하고, 예측 기법의 성능 평가 지표로 

ROC 기반의 AUC가 아닌 Recall 관점에서의 평가를 제안

한다. 이를 위하여 5종류의 알고리즘을 선정하고 파라미터 

최적화를 진행해 각 기법의 성능을 비교분석하고, 앙상블 

기법의 일종인 Stacking 기법을 이용하여 10종류의 알고리

즘 조합에 대한 Recall 수치를 비교･분석한다. 추가로 타 연

구 논문과의 비교를 통하여 본 연구에서 개발한 머신러닝 

기법의 성능을 비교하고자 한다.

연구지역

연구지역은 강원도 정선군 고한읍 고한 16리 두문동 일

대이며, 해당 지역에는 강원도 고한읍과 태백시를 잇는 38

번 국도가 위치한다. 이 지역의 지리좌표는 북위 37°12'~ 

37°13', 동경 128°53'10"~128°54'10"이고, 1967년과 1989

Fig. 1. Location of mine drifts and subsidence occurrences in study area (Suh et al., 2010).
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년 사이 약 20여 년간 채탄이 진행되었던 세원탄광이 위

치한 곳이다. 이 탄광은 심도 약 660 m까지 개발하여 약 

756,000톤의 석탄을 채탄하였으며, 국도의 직하부에는 채

굴적이 분포하는 것으로 조사되었다. Fig. 1은 본 연구지역

의 지형과 도로, 지반침하의 발생 위치, 갱도의 분포를 보여

준다. 해당 지역에서 발생한 지표침하는 상당수 산악에서 

발생하였으며, 국도 주변에서의 발생 사례는 도로 근방 산

악지에서 석탄층의 주향 방향으로 다수의 함몰형 침하가 

발생된 것을 관찰할 수 있었다. 또한, 주변 지역의 일부 가

옥에서도 침하 또는 균열 등이 발생된 것으로 확인되었다

(Coal Industry Promotion Board, 2005).

연구방법

Fig. 2는 광산 지반침하 발생 여부 예측을 위한 머신러닝 

기법들의 성능 평가 비교 연구에 대한 절차를 보여준다. 이

는 데이터 취득 및 분류, 교차검증, 머신러닝 기법의 선정과 

최적화, 예측 성능 평가 및 비교･분석 과정으로 구성된다.

데이터 취득 및 분류

우선 지반침하의 발생 여부를 예측하기 위하여 연구지역

의 데이터를 구축하고, 이를 훈련 데이터와 테스트 데이터

로 분류한다. 전체 데이터는 8개의 입력 인자와 1개의 출력 

인자로 구성된다. 입력 인자는 지반침하 발생에 영향을 미

치는 것으로 알려진 변수 8개(갱도 심도와 갱도 밀도, 갱도로

부터의 거리, 도로로부터의 거리, RMR(rock mass rating), 

지하수위, 경사도, 강우누적흐름양)이고, 출력 인자는 지반

침하 발생 여부를 나타낸다. 지반침하의 발생 여부에 따른 

발생을 Positive, 미발생을 Negative로 구분하였으며, 8개 

영향인자에 대한 자세한 설명은 Suh et al.(2010)을 참고할 

수 있다. Table 1은 연구에 사용된 입력 인자 데이터의 기초 

통계치를 보여준다.

또한 본 연구에서 수집된 데이터는 연구지역을 가로 5 m, 

세로 5 m 격자로 구성된 래스터 형식이며, 각 격자에는 8개

의 영향인자 값과 1개의 지반침하 발생 여부를 포함하고 있

Fig. 2. Flowchart for comparing performance of subsidence 

prediction models in this study.

Table 2. Amount of data for predicting subsidence in this 

study

Data type Data size

Data 

set

Original data 93,800

Training data (80%) 75,040

Test data (20%) 18,760

Class
Subsidence occurrence 1,730

Non-subsidence occurrence 92,070

Table 1. Basic statistics of factors used to develop machine learning techniques

Factor
Statistics

Min Median Mean Max STDEV.*

Drift depth (m) 0.00 0.00 7.96 508.00 38.40 

Drift density 0.00 0.00 0.05 0.94 0.11 

Distance from drift (m) 0.00 84.98 121.49 607.40 119.86 

Distance from road (m) 0.34 48.35 63.14 289.51 52.71 

Rock mass rating 32.98 37.98 39.86 52.03 5.38 

Groundwater level (m) 13.55 41.03 35.65 53.59 12.73 

Slope (°) 0.00 23.96 23.58 68.34 9.42 

Flow accumulation 0.00 48.00 635.57 217644.70 6998.09 

*STDEV: standard deviation
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다. 이에 따라 연구지역에서 총 9개의 인자로 구성된 1개의 

격자가 총 93,800개 수집되었으며, 전체 데이터 93,800개

에 계층적 샘플링을 적용하여 훈련 데이터와 테스트 데이

터 80%:20%의 비율로 설정 및 분리하였다. 따라서 연구에 

사용된 데이터 개수는 Table 2와 같다. 

데이터 훈련 및 검증을 위한 교차검증

머신러닝 기법을 이용한 데이터 훈련 과정에서 일부 또

는 특정 자료만 활용할 경우 샘플링 과정에서 편향(bias)이 

생기거나 전체 훈련 데이터의 특성을 반영하지 못하는 단

점이 있다. 이러한 문제를 극복하기 위하여 본 연구에서는 

전체 훈련 데이터를 모두 검증 데이터로도 사용할 수 있는 

계층적 샘플링의 일종인 K-폴드 교차검증(K-fold cross 

validation) 방법을 사용하였다. 이 방법은 훈련 데이터 집

합으로부터 K개의 상호 배타적인 같은 크기의 부분 집합

(fold)을 만든 후에 K-1개의 폴드를 훈련용으로, 나머지 1

개의 폴드를 검증용으로 활용하는 방식을 반복적으로 수행

함으로써 편향을 최소화하고 훈련 과정에 대한 신뢰도를 

확보할 수 있는 장점이 있다(Jung and Choi, 2021). 본 연구

에서는 K값을 5로 설정한 5겹 교차검증을 수행하였다. 

머신러닝 기법 선정

본 연구에서는 Python 기반의 오픈소스 머신러닝 및 데

이터 가시화 툴킷 중 하나인 Orange Data Mining을 활용하

여 머신러닝 기법의 지반침하 분류 예측 성능을 평가하였

다. 광산 지반침하 발생 여부를 예측하기 위하여 동일 주제

를 다룬 기존 문헌에서 많이 활용된 기법을 검토하였고, 본 

연구에서는 AdaBoost(adaptive boost)와 ANN(artificial 

neural network), kNN(k-nearest neighbor), RF(random 

forest), SVM(support vector machine) 등 총 5종류의 기법

을 선정하였다. 

∙ AdaBoost: 선형적으로 결합한 약한 분류기(weak 

classifier)를 반복적으로 이용하여 높은 성능을 갖춘 

강한 분류기(strong classifier)로 구성하는 기법으로 

가장 대중적인 알고리즘 중 하나이다(An and Kim, 

2010). 생성된 강한 분류기는 잘못 분류된 데이터가 잘 

분류된 데이터보다 많으므로 잘못 분류된 데이터에 초

점을 두고, 각 반복에서 갱신된 가중치를 덧셈 또는 뺄

셈 연산하여 최종 가중치를 계산한다. 이후 최종 알고

리즘은 각 가중치를 고려한 총 가중치로 나누어 계산

한다(Hakim et al., 2020).

∙ ANN: 인간의 두뇌가 정보를 처리하는 방식에서 영감

을 얻어, 훈련 데이터로부터 반복적인 학습 과정을 거쳐 

해당 데이터의 패턴을 도출하고 이를 일반화하는 알고

리즘이다(Ahatonovic-Kustrin and Beresford, 2000). 

이 기법은 여러 뉴런이 일렬로 나열된 레이어(층)를 통

하여 데이터의 값을 출력하는데 이 레이어는 입력층과 

은닉층, 출력층으로 구성된다. 또한, 여러 층의 구조를 

가진 인공신경망을 MLP(multi-layer perceptron)이라

고 하며, 해당 기법은 복잡한 물리적인 이론식을 계산

하기 어려운 문제에 응용할 경우 전통적인 통계 방법

보다 효율적이고 정확하게 해결할 수 있는 장점이 있다

(Koo et al., 2019). Orange Data Mining에서의 ANN 

기법은 sklearn의 MLP 알고리즘을 기반으로 한다.

∙ kNN: 알고리즘의 구현이 단순하고 성능이 뛰어나 데

이터 마이닝 분야와 머신러닝 분야에 널리 사용되는 

알고리즘이다(Zhang et al., 2017). 이때 k값은 사용자

가 정의하는 상수이며, 해당 값에 따라 기법의 예측값

이 변화한다. kNN은 데이터를 특정 값으로 분류하기 

위해 훈련 데이터 내에서 해당 데이터에 가장 근접한 k

개의 훈련 데이터 중 최빈값의 레이블을 할당하여 해

당 데이터를 분류한다.

∙ RF: 주어진 데이터의 특징 중 가장 영향력 있는 특징을 

찾기 위하여 정보 엔트로피나 지니 계수를 이용해 특

정 영향력의 대소를 비교하는 의사결정나무를 다수 생

성하는 알고리즘이다. 다수 생성된 의사결정나무는 최

고의 영향을 가진 결과를 선정하는데 해당 과정을 RF

라고 칭한다(Breiman, 2001). 단일 의사결정나무와 달

리 해당 기법의 경우 각 노드에 표본을 뽑은 데이터 이

외의 데이터를 제외하여 의사결정나무를 분기하며 이 

과정에서 편향이 한 번 더 증가하여 과대적합의 가능

성을 감소시킨다. 

∙ SVM: 단순한 알고리즘에 비하여 우수한 성능을 보여

주는 기법으로, 분류와 회귀에 다량 사용되는 지도학

습 방법이다(Jakkula, 2006). 해당 기법은 벡터 공간에

서 데이터를 두 개의 범주로 구분 짓는 결정 경계

(decision boundary)를 찾아내어 이와 가장 가까운 데

이터에서 맞닿는 서포트 벡터(support vector)의 거리

를 계산한다. 이때의 거리를 마진(margin)이라 칭하

며, 이를 최대로 갖는 결정 경계를 찾는 것을 목적으로 

한다. 선형적으로 분류할 수 없는 공간적 데이터의 경

우 비선형 분류를 사용하여야 하므로 저차원 공간에서 

고차원 공간으로 이동시켜주는 매핑 함수(mapping 

function)와 커널 함수(kernel function)를 사용하여 계

산한다(Nam et al., 2016).

머신러닝 기법 최적화

본 연구에서는 전술한 5종류의 머신러닝 기법과 각 알고

리즘 2개씩에 앙상블(ensemble) 기법을 적용한 조합(10종)

을 개발하여 지반침하 예측 성능을 비교하였다. 각 기법의 
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예측 분류 성능을 비교하기 전에 각각의 기법에 대하여 최

소의 오차율을 갖는 설정을 찾기 위한 과정인 최적화를 진

행하였다. 최적화는 머신러닝 기법에 영향을 미치는 매개 

변수를 조정해가며 적절한 특징을 도출하는 시기까지 수행

하는데 만약 데이터에서 충분한 특징을 찾아내지 못하고 

기법을 적용하면 과소적합(underfitting)이 발생할 가능성

이 증가한다. 반면에 과도한 양의 특징을 찾아내어 기법을 

적용하면 결괏값이 과대적합(overfitting)될 가능성이 높아

진다. 따라서 각 기법별로 최적화를 수행하기 위해 옵션과 

변수 설정을 변화시켜가며 훈련 데이터의 학습률을 높이는 

작업을 수행한다. Table 3은 각 머신러닝 기법의 최적화 과

정에서 변화시킨 옵션과 파라미터를 정리한 것이다.

Adaboost 기법의 경우 파라미터인 Fixed seed for random 

generator와 Number of estimators와 Learning rate, Classifi-

cation Algorithm, Regression loss function 등의 수치를 구

간을 두어 증가시키더라도 성능 평가 수치가 변화하지 않

아 특정 파라미터에 의해 영향을 미치지 않는 것으로 판단

하였다. ANN 기법의 경우 파라미터인 Neurons in hidden 

layers를 경곗값인 100에서 1,000까지 5구간으로 나누어 

다른 파라미터인 Activation과 Optimizer, Maximal number 

of iterations를 변화시키며 최적화를 수행하였다. 이후 다

른 변수들의 변화에 따른 평가 수치를 나열하고, 각 구간의 

평가 수치 상위 2개를 선택하여 동일 구간에서 Maximal 

number of iterations를 100에서 1,000까지 100단위로 증

가시키며 평가 기준값을 관찰하였다. Neurons in hidden 

layers의 경곗값인 100 이하의 수치는 최적화된 수치보다 

낮았음을 확인하였고, 포함되지 않은 Regularization의 경

우 값의 변화가 생기더라도 결과 수치에 영향을 미치지 않

아 제외하였다.

kNN 기법의 경우 파라미터인 Number of neighbors를 1

에서 5까지 진행한 후 10에서 100까지 3구간으로 나누어 

최적화를 수행하였다. 이외에도 Metric과 Weight도 값을 

변경하며 기법의 예측 성능에 대한 민감도를 분석하였다. 

RF 기법의 경우 구간을 두어 수치를 변경하여도 결과에 영

향을 미치지 않는 파라미터인 Do not split subsets smaller 

than을 제외한 나머지 5가지의 파라미터를 변화시키며 최

적화를 수행하였다. Number of trees는 1에서 100까지 4구

간으로 나누었으며, Replicable training 적용 여부, Balance 

class distribution 적용 여부, Limit depth of individual 

trees의 수치를 한계 구간인 1에서 10까지 변화시키며 최적

화하였다. SVM 기법의 경우 기준값에 영향을 미친다고 판

단된 파라미터인 커널 함수의 방식과 g, c, d, Optimization 

parameters의 iteration limit를 변화시키며 최적화를 수행

하였다. 각각 g의 경우 1에서 10까지, c의 경우 2에서 10까

Table 3. Parameter setting for each machine learning model used in this study

Algorithm Parameter Min Max Step

Adaboost
Fixed seed for random generator

Number of estimators

0

1

1,000

100

100

10

ANN

Activation Identity / Logistic / tanh / ReLu

Optimizer L-BFGS-B / SGD / Adam

Neurons in hidden layers 100 1,000 100

Maximal number of iterations 100 1,000 100

kNN

Metric Euclidean / Manhattan / Chebyshev /Mahalanobis

Weight Uniform / Distance

Number of neighbors 1 100 1

RF

Replicable training Checked / Unchecked

Balance class distribution Checked / Unchecked

Number of trees 1 100 25

Limit depth of individual trees 1 10 1

SVM

Kernel Linear / Polynomial / RBF / Sigmoid

g 1 10 1

c 2 10 1

d 3 10 1

Iteration limit 10 100 10
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지, d의 경우 3에서 10까지, iteration limit의 경우 10에서 

100까지 증가시키며 기준값이 달라지는 정도를 측정하였

다. 이외의 파라미터인 Cost와 epsilon, Tolerance의 경우 

변화하는 수치에 따라 성능 평가 값에 영향을 미치지 않아 

제외하였다.

머신러닝 기법 성능평가

머신러닝 기법의 성능평가 방법은 최종 예측값의 형태가 

연속형인지 이산형인지에 따라 달라진다. 본 연구에서는 

지반침하 발생 여부를 예측하는 분류 문제에 해당하기 때

문에 이에 적합한 성능평가 지표를 사용하였다. 기존의 지

반침하 평가 및 예측 연구에는 주로 AUC가 보편적으로 활

용되었다. 이 지표는 ROC(receiver operating characteristic) 

곡선이 이진 존재-부재 변수로 변환될 때 모든 임곗값에 대

한 전체 기법의 성능을 요약한다(Lobo et al., 2008). ROC 

곡선은 이진 분류 문제에서 임곗값이 변화할 때 민감도

(Recall)와 1-특이도(Specificity)를 각각 축으로 놓고 해당 

조합이 어떠한 형식으로 변하는가를 보여주는 그래프이다. 

또한 여러 기법의 ROC 곡선은 비교할 때는 곡선 아랫부분

의 면적인 AUC(area under curve)을 이용하며, 해당 면적

이 클수록 성능이 우수한 기법이라고 판단한다.

지반침하 발생 여부에 대한 분류 문제와 같은 기법의 성능

을 평가하기 위해서는 주로 혼동행렬(confusion matrix)을 

이용한다. 혼동행렬의 평가 요소로는 각각 TP(true positive)

와 TN(true negative), FP(false positive), FN(false negative)

이 존재하며, 해당 네 가지 요소들을 이용하여 적용된 기법

을 성능을 평가한다(Fig. 3). TP와 TN은 실제로 발생된 사

건을 올바르게 예측한 것이며, FP와 FN의 경우 실제 발생 

여부를 다르게 예측한 것을 의미한다. 상기 혼동행렬의 4가

지 요소들로부터 계산될 수 있는 네 가지 개념이 있는데 이

는 각각 Classification accuracy(CA; 정확도)와 Precision

(정밀도), Recall(재현율), F1 Score이다. 우선 CA(Fig. 3(a))

는 가장 일반적인 머신러닝 기법의 성능 평가 지표로써 전

체 데이터 중 실제로 긍정(positive)인 것을 긍정(positive)

으로 예측하고 부정(negative)인 것을 부정(negative)으로 

정확하게 예측하였는지를 보여주는 값이다. Precision(Fig. 

3(b))의 경우 기법의 예측값이 얼마나 정확한가를 보여주

는 지표로, 기법이 Positive라 예측 분류한 값 중 실측값이 

Positive인 비율을 의미한다. Recall(Fig. 3(c))은 실제 실측

값 중 기법이 예측한 실측값을 나타내는 지표이며, 실측값

이 Positive인 값 중 기법이 Positive인 비율을 표시한다. F1 

Score(Fig. 3(d))는 Precision과 Recall 모두를 고려한 수치

이며, 이는 두 수치를 조화평균 내어 계산하는 지표이다. 

상기 문단에서 ROC 곡선 기반의 AUC와 서술한 4개 지

표는 머신러닝 기법의 성능을 평가하는 데 주로 사용되고 

있다. 그러나 본 연구에서는 실제 발생한 현상을 기법이 얼

마나 맞추었는가에 중점을 두고자 하여, ROC 곡선 기반의 

AUC가 아닌 Recall에 초점을 맞추는 것이 알맞다고 판단

하였다.

또한, 단일 머신러닝 기법들에 대하여 Stacking 기법을 

적용하였는데 이 기법은 여러 기본적인 기법들을 조합하여 

개선된 성능을 나타내는 메타 기법을 생성하는 앙상블 기

법의 일종이다. 앙상블 기법은 보편적으로 다양한 알고리

즘을 사용하여 각각의 조합을 생성해 서로의 장점을 강화

Fig. 3. Formulas used to evaluate prediction performance of machine learning model.
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하고 약점을 보완하기 위하고자 할 때 이용하며, 이는 보다 

높은 분류 정확도를 획득하기 위하여 이용된다. Stacking 

기법은 기반으로 사용된 기법의 결과를 훈련 데이터의 특

징으로 메타 기법에 학습시킴으로써 앙상블 기법의 가중치

를 추정한다(Yeon, 2020). 따라서 본 연구에서는 최적화된 

5가지의 기법을 기반으로 하여 각 기법을 2개씩 조합한 10

개의 모델에 대하여 Stacking 기법을 적용하였다. Fig. 4는 

Stacking 기법의 적용 방법에 대한 개념도를 보여준다. 

연구결과 및 해석

Table 4는 최적화를 수행한 각 머신러닝 기법별 분류 예

측 성능 지표 중 테스트 데이터에 대한 Recall과 ROC 곡선 

기반의 AUC 값을 보여준다. Recall 지표 기준에서는 RF 

모델이 가장 높은 예측 성능(0.955)을 보였는데, 이는 테스

트 데이터 중 실제 발생된 지반침하 격자(146개)의 95.5% 

(140개)를 올바르게 예측한 것으로 해석할 수 있다. 이후 

SVM(0.869), kNN(0.829), Adaboost(0.790)가 뒤를 이었

다. 마지막으로 ANN의 경우 0.653을 기록하여 타 기법들

에 비해 다소 낮은 수치를 나타내었다. 한편 Adaboost와 

ANN, kNN의 경우 AUC 값이 Recall 값보다 다소 높았지

만 RF와 SVM의 경우에는 Recall 값이 AUC 값보다 높게 

나타났다. 특히 SVM의 경우 Recall 값이 AUC 값에 비하

여 약 1.9배 높게 나타났다.

각 기법에 최적화를 수행한 결과, Adaboost의 경우 

Number of estimators는 50이고, Learning rate가 1.00000, 

Fixed seed for random generator는 700, Classification 

algorithm은 SAMME.R, Regression loss function은 Linear

일 때 Recall 수치가 가장 높았다. ANN의 경우 Neurons in 

hidden layers가 100이고, Activation이 Logistic, Solver가 

L-BFGS-B, Regularization(α)이 0.0001, Maximal number 

of iterations가 600일 때 가장 높은 Recall 수치를 보였다. 

kNN의 경우 Number of neighbors가 2이고, Metric은 

Mahalanobis, Weight는 Uniform일 때 가장 높은 수치를 

나타냈다. RF의 경우 Number of trees는 10이고, Number 

of attributes considered at each split는 8, Limit depth of 

individual trees는 3, Do not split subsets smaller than은 5

일 때의 성능이 가장 좋았다. SVM의 경우 Cost는 1, epsilon

은 0.1, Kernel 함수는 Polynomial, g는 8, c는 1, d는 3이며, 

Numerical tolerance는 0.001, iteration limit는 100일 때 가

장 높은 수치를 보여주었다. 

Fig. 5는 각 머신러닝 기법의 Recall 결괏값에 가장 높은 

영향을 미친다고 판단한 파라미터의 변화(최적화)에 따른 

Recall 값의 변화를 보여준다. 즉, Fig. 5에서 각 기법별로 

최적화를 수행한 때의 Recall 값이 Table 3에 기법별 Recall 

값으로 정리된 것이다. Adaboost 기법의 경우 파라미터 중 

조정 가능한 옵션 수치의 변화가 Recall 값에 큰 영향을 미

치지 않는 것으로 판단하였으며, 이에 따라 상기한 수치에

서의 Recall 값이 0.790으로 가장 높게 나타났다(Fig. 5(a)). 

ANN 기법의 경우 파라미터의 조합에 따른 Recall 값을 기

반으로 간단한 선형회귀식을 도출하고, 이를 기반으로 

Maximal number of iterations의 변화에 따른 Recall 값을 

도시하였다(Fig. 5(b)). kNN 기법의 경우 최적화 수행 과정

에서 가장 높은 Recall 값을 보이는 Mahalanobis와 

Uniform일 때를 기준으로 Number of neighbors를 증가시

킨 결과를 표시하였다(Fig. 5(c)). RF 기법 또한 최상위 평

균값을 보이는 변수들을 고정한 후 의사결정나무의 복잡도

를 결정하는 Limit depth of individual trees를 증가시킨 모

습을 나타내었으며(Fig. 5(d)), SVM 기법의 경우 영향을 

미치지 않는다고 판단된 변수들을 배제하고 나머지 파라미

터의 변화에 따른 결과를 종합 분석하여 가장 높은 영향력

을 미치는 것으로 판단된 c 값의 변화에 따른 Recall 수치를 

도시하였다(Fig. 5(e)). 결과적으로 파라미터 변화를 통한 

최적화 과정을 통해 에 따른 Recall 수치를 비교해본 결과 

각 기법에 따라 최대 0.4에서 최소 0.015까지 상승된 것으

Fig. 4. Stacking example based on underlying machine 

learning models.

Table 4. Recall and AUC values based on optimized models

Model Recall AUC

Adaboost 0.790 0.893

ANN 0.653 0.990

kNN 0.829 0.911

RF 0.955 0.927

SVM 0.865 0.462
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로 분석되었다.

각 머신러닝 기법을 2개씩 조합으로 짝지어 Stacking을 

적용하였을 때의 Recall 결과는 Fig. 6과 같다. 기본적으로 

Adaboost와 앙상블을 구성한 조합 사례들이 타 조합들에 

비하여 높은 성능을 보였으나, 단일 기법을 적용하였을 때

(Table 3)와 달리 전체적으로 Recall 값이 하락한 것을 확인

할 수 있다. Adaboost와 SVM 기법이 조합된 경우의 Recall 

값이 최대치(0.790)로 나타났지만, 이 경우에도 Adaboost 

기법 하나만을 적용했을 때와 Recall 값이 같은 것으로 나

타났다. 즉, 앙상블 과정을 통해 각 기법 간의 단점이 서로 

보완되어 Recall 값이 증가할 것으로 기대한 것과는 상반된 

결과라고 볼 수 있다. 이는 앙상블 기법에 사용되는 이론을 

이중으로 적용함에 따라 성능이 하락한 것으로 사료된다. 

앙상블 기법의 대표적 이론 두 가지는 배깅(bagging)과 부

스팅(boosting)이며, 본 연구에 사용된 기법 중 RF의 경우 

여러 개의 의사결정나무를 배깅하여 예측을 실행하는 기법

Fig. 5. Variations in recall value based on parameter changes (optimization). (a) Adaboost; (b) ANN; (c) kNN; (d) RF; (e) SVM.

Fig. 6. Recall based on stacking combination of machine learning models.
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이다. 또한, Adaboost의 경우 약한 학습기의 오류 데이터에 

가중치를 부여하면서 부스팅을 수행하는 기법이며, 이때 

해당 기법의 약한 학습기로는 의사결정나무를 사용한다. 

이는 결국 앙상블 기법을 진행한 기법들은 중복된 이론이 

적용됨에 따라 더 큰 편차를 갖게 되어 성능이 하락한 것으

로 사료된다.

토   의

본 연구에서는 기존에 지반침하 발생 예측 성능을 평가

하는 지표로 보편적으로 사용되던 ROC 곡선 기반의 AUC

를 대신하여 Recall 값에 주안을 두고 머신러닝 기법들의 

지반침하 예측 성능을 비교 분석하였다. 분류 예측 성능 지

표 중 하나인 ROC 곡선 AUC는 보편적으로 사용되며, 이

는 예측 기법이 광산 지반침하가 발생한 지역과 발생하지 

않은 지역 전체를 맞게 분류하였는지를 평가한다. 예를 들

어, Table 3에서 ANN 기법의 Recall 값은 상대적으로 낮고, 

AUC 값은 상대적으로 높은 것을 확인할 수 있다. 이 결과

는 ANN 기법이 지반침하가 발생된 지역을 정확하게 예측

하기보다는 데이터 개수가 많은 지반침하 미발생 지역에 

대해 맞게 예측했기 때문이라고 볼 수 있다. 반면 예측 성능 

평가 지표 중 본 연구에서 중점을 둔 Recall은 실제 지반침

하가 발생한 지역만을 대상으로 이를 얼마나 정확하게 예

측하는지를 의미한다. 즉, 지반침하가 발생하지 않은 지역

은 예측의 정답 여부를 성능 지표에 반영하지 않는다. 따라

서 지반침하가 발생하지 않은 지역까지 포함하는 AUC가 

아닌 실제 지반침하 발생 지역을 정확하게 예측하는 것이 

중요하다고 판단하였다. 그러한 이유로 본 연구에서는 기

사용되던 ROC 곡선 AUC가 아닌 Recall에 초점을 두어 머

신러닝 기법의 예측 성능을 평가하였다.

또한, 혼동행렬 중 기법의 예측 성능을 평가하는 다른 요

소인 Precision의 경우 예측 기법이 지반침하가 발생하였

다고 판단한 데이터 중 실제 지반침하가 발생한 비율을 나

타낸다. 이는 기법에 주안점을 두어 기법이 지반침하가 발

생한다고 예측한 데이터 중 실제로 발생하였는지를 평가하

는 것이지만, Recall의 경우 실제 지반침하 발생에 초점을 

맞추어 기법을 평가한다. 따라서 혼동행렬의 평가 요소인 

Precision과 Recall을 비교하였을 때, 기법의 예측 성능을 

평가하는 본 연구의 목적에 따라 기법의 재현율을 나타내

는 Recall에 초점을 두어 기법의 성능을 평가하는 것이 적

합하다고 판단하였다.

본 연구에서 제안한 머신러닝 기법의 예측 성능의 정도

를 평가하기 위하여 기존 연구 문헌들과의 비교를 수행하

였다. 그러나 다른 연구 논문들은 기법의 성능 평가 기준으

로 Recall에 기반한 사례가 희박하여 부득이하게 본 연구에

서 Recall 값이 가장 높았던 RF의 AUC를 타 연구들과 비교

하였다(Table 5). 연구지역과 사용 데이터의 양, 고려한 지

반침하 영향인자 등의 차이는 존재하나 본 연구의 예측 성

능(0.927)은 타 연구 논문들의 기법 성능과 유사한 수준을 

나타냄을 확인하였다.

결   론

본 연구에서는 광산 지반침하 발생 여부를 평가하기 위

해 5개의 머신러닝 모델과 10개의 앙상블 기법을 적용하고, 

예측 성능을 비교 분석하였다. 각 머신러닝 기법의 옵션과 

파라미터를 최적화하고 분류 예측 성능 지표로써 Recall 수

치에 중점을 두고 기법을 평가하였다. 분석 결과 전체 15개 

예측모델 중 RF 기법이 가장 높은 성능(0.955)을 보였으며 

이는 실제 지반침하 발생 지역 중 95.5%의 발생지를 올바

르게 예측한 것으로 해석할 수 있다.

다만 본 연구결과는 연구지역과 사용된 데이터의 종류에 

따라 달라질 수 있으므로 모든 광산에서 지반침하 예측 기

법으로 RF 모델이 가장 적합하다고 볼 수는 없다. 따라서 

타 광산지역에서의 머신러닝 기법의 적용성을 평가하기 위

해서는 추가적인 연구가 필요할 것으로 사료되며 본 연구

와의 비교를 통하여 범용적인 지반침하 발생 예측 모델을 

개발하는 것이 필요하다고 판단된다. 또한, 본 연구에 사용

된 지반침하 영향인자들에 더하여 해당 지역의 지질학적, 

지형학적, 암석학적 특징들을 더욱 상세히 반영하는 자료

들이 확보될 경우 예측 모델의 성능을 개선하기 위한 다양

한 연구와 노력이 필요할 것이다.

Table 5. Comparison of prediction performance between existing studies and this study

Prediction algorithm AUC

Mohammady et al. (2019)

RF

0.770

Ebrahimy et al. (2020) 0.798

Pourghasemi and Saravi (2019) 0.930

Sekkeravani et al. (2022) 0.953

This study 0.927
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