
서   론

물리탐사는 지구 물리학의 원리를 활용하여 지질 구조와 

물리적 특성을 조사하는 방법으로, 탄성파, 중력, 자력, 전

기, 전자, 지표투과 레이다(ground pentrating radar, GPR) 

탐사 등을 포함한다. 각각의 탐사 기술은 일반적으로 표준

화된 자료처리 및 해석 절차를 따르는데, 최근 탐사 기기의 

발전으로 자료의 크기가 커지고, 자료의 복잡성 또한 증가
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Abstract 

With the rapid development of artificial intelligence technology, machine learning and deep learning 
techniques have been actively applied in the field of exploration geophysics. In this study, we 
extensively investigated the application of deep learning in geophysical techniques including seismic, 
gravity, magnetic, electromagnetics, ground penetrating radar, and joint inversion. Recent research 
has confirmed that deep learning techniques optimized for geophysical problems are being developed 
that transcend traditional theory-based approaches, suggesting that deep learning is becoming a new 
paradigm in the field of geophysics. Despite these technological advances, there are still challenges to 
be overcome, such as a lack of training data, model opacity, and heterogeneity between training data 
and field data, and this study suggests future research directions to address these aspects. 

Key words : exploration geophysics, machine learning, deep learning, research trends

요 약 

인공지능 기술의 급속한 발전과 함께, 물리탐사 분야 또한 기계학습 및 딥러닝 기술이 활발히 적용

되고 있다. 이 논문에서는 탄성파, 중력, 자력, 전기 및 전자, 지표투과 레이다 탐사 그리고 복합역산

을 포함한 여러 물리탐사 기법에서 딥러닝의 적용 사례를 광범위하게 조사하였다. 이를 통해, 최근 

연구들에서 전통적인 이론 기반 접근법을 뛰어넘는 물리탐사 분야에 최적화된 딥러닝 기술이 개발

되고 있음을 확인하였고, 이는 딥러닝이 물리탐사 분야에서 새로운 패러다임으로 자리 잡고 있음

을 시사한다. 하지만, 이러한 기술적 진보에도 불구하고 학습자료의 부족, 모델의 불투명성, 학습 

자료와 현장자료 간의 이질성 등 여전히 극복해야 할 도전 과제가 존재하고, 이 논문에서는 이를 해

결하기 위한 앞으로의 연구 방향을 제시하였다. 

주요어 : 물리탐사, 기계학습, 딥러닝, 연구 동향
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함에 따라, 이를 처리하고 해석하는 기술 또한 빠르게 발전

하고 있다. 최근 들어 컴퓨터 하드웨어의 발전과 방대한 탐

사자료의 효율적인 처리 및 해석의 필요성이 증가함에 따

라 기존 물리 이론 기반의 접근방식뿐만 아니라 자료 기반

의 확률 및 통계적 접근방식이 활발히 적용되고 있고, 특히 

인공지능(artificial intelligence, AI)의 핵심 기술인 기계학

습(machine learning, ML)과 딥러닝(deep learning, DL) 

기술에 대한 선호도가 폭발적으로 증가하고 있다(Choi et 

al., 2020). 

기계학습은 자료에서 패턴을 인식하여 자동으로 예측이

나 결정을 내리는 인공지능의 하위 분야로서, 다양한 알고

리즘과 모델을 통해 구현된다. 딥러닝은 기계학습의 하위 

집합으로, 다수의 은닉층(hidden layer)을 가진 인공신경망

을 사용하여 복잡한 자료 구조에서 추상적인 특징을 학습

할 수 있는 능력이 특징이다. 이는 선형회귀, SVM(support 

vector machine), 결정트리(decision tree), 랜덤포레스트

(random forest), 그래디언트부스팅(gradient boosting) 등

의 전통적 기계학습 방법과는 구분되며, 이러한 전통적 방

법들은 비교적 간단한 자료구조에서 패턴을 찾는 데 주로 

사용된다. 반면에 딥러닝은 복잡하고 고차원의 자료에서

도 학습이 가능하며, 이는 신경망의 깊이, 즉 은닉층의 수가 

증가함에 따라 더욱 명확해진다(Goodfellow et al., 2016).

딥러닝의 시작은 2006년 Hinton et al.(2006)에 의해 개

발된 제한된 볼츠만 머신(restricted boltzmann machines, 

RBMs)으로 볼 수 있다. 이 연구에서는 심층 신경망의 효율

적 학습을 가능하게 하는 새로운 방법론을 소개했으며, 이

는 딥러닝 분야의 급속한 발전을 촉진시켰다. 이후 심층 신

경망(deep nerual network, DNN), 합성곱 신경망(convo-

lutional neural network, CNN), 순환 신경망(recurrent 

neural network, RNN) 분야로 구분되어 발전하였고, 특히 비

전 분야에서는 AlexNet(Krizhevsky et al., 2012), VGGNet 

(Simonyan and Zisserman, 2014), ResNet(He et al., 2016)

과 같은 합성곱 신경망 기반의 혁신적인 네트워크들이 등

장했다. 또한, 이미지 생성 영역에서는 변형 오토인코더

(variational autoencoder, VAE)(Kingma and Welling, 2013), 

생성적 적대 신경망(generative adversarial networks, GAN) 

(Goodfellow et al., 2014), 그리고 디퓨전 모델(diffusion 

models)(Ho et al., 2020)이 주요 알고리즘으로 자리매김했

다. 한편, 자연어 처리(natural language processing, NLP) 

분야에서는 기존 순환 신경망을 넘어서는 트랜스포머(tran-

sformer)(Vaswani et al., 2017)가 등장하였으며, 이를 기반

으로 한 BERT(bidirectional encoder representations from 

transformers)(Devlin et al., 2018) 및 GPT(generative pre- 

trained transformer) 시리즈가 연이어 소개되었다. 강화학습 

영역에서는 DeepMind의 AlphaGo와 OpenAI의 ChatGPT

에 적용되어, 인공지능 기술의 혁신적 진보를 이끌었다. 이

러한 딥러닝 기술의 발전은 물리탐사 분야에서도 새로운 

가능성을 열고 있으며, 특히 복잡한 탐사 자료의 처리 및 해

석에 있어서 더욱 정교하고 효율적인 접근을 가능하게 만

들고 있다. 

물리탐사 분야에서 자료 처리 및 해석은 주로 이론 기반

의 접근법이 사용되어왔다. 이러한 접근법은 물리학의 기

본 원리와 수학적 모델을 사용하여 수행되기 때문에 자료 

처리 과정에 대한 명확한 물리학적 이해를 제공하며, 결과

의 해석에 있어 투명성과 물리학적 타당성이 보장된다

(Telford et al., 1990). 이와는 다르게 기계학습은 수많은 자

료를 이용하여 입력과 출력 간의 패턴을 학습하여 모델을 

생성하고, 이를 바탕으로 예측이나 의사 결정을 할 수 있도

록 도와주는 기술이다. 하지만 기존 이론 기반 접근법과는 

다르게 기계학습 모델은 일반적으로 블랙박스로 취급되어 

예측 결과의 물리학적 의미를 해석하는 것이 어려울 수 있

다(Goodfellow et al., 2016). 

이러한 한계에도 불구하고, 최근 물리탐사 분야에 기계

학습 활용이 증가하고 있는 이유는 기존 이론 기반 접근법

의 한계를 보완할 수 있기 때문이다(Khosro Anjom et al., 

2024). 기계학습을 학습 단계와 추론 단계로 구분할 때, 특

히 추론 단계에서 기계학습 모델이 가지는 여러 장점을 들 

수 있다. 첫째로, 기계학습 모델은 전통적인 방법에 비해 빠

른 추론 속도를 제공한다. 예를 들어 결정론적 역산법과 같

은 전통적인 방법은 반복적인 물리 모델링으로 인해 많은 

연산 비용 및 시간을 요구하지만, 기계학습 모델은 미리 학

습된 패턴을 활용하여 신속한 추론을 가능하게 한다. 둘째, 

기계학습 모델은 복잡한 자료처리 과정을 단순화하여 비전

문가도 쉽게 활용할 수 있는 사용의 효율성을 제공한다. 셋

째, 주관적 판단 없이 일관된 결과를 도출하는 객관성을 보

장한다. 넷째, 기계학습 모델은 반복적이고 지루한 작업을 

자동화하여 작업 효율을 크게 향상시킨다. 마지막으로, 복

잡한 자료들 속에서도 특정 패턴을 식별해내는 능력이 있

어 물리 법칙만으로는 해석하기 어려운 자료도 분석 가능

하다. 이러한 이유로, 기계학습 기술은 물리탐사 분야에서

의 활용도가 점차 확대되고 있다.

비록 기계학습 모델이 추론 단계에서 여러 장점을 보이

지만, 학습 과정에서는 여전히 주목해야 할 몇 가지 한계가 

있다. 기계학습 모델을 효과적으로 학습시키기 위해서는 

대량의 자료가 필요한데, 물리탐사 분야에서는 현장자료

를 수집하는 데 비용이 많이 들고, 기관의 정보 보안 정책으

로 인해 자료의 공유가 제한되는 경우가 많다. 이를 대체하

기 위해 합성자료를 사용하기도 하지만, 자료 생성에 많은 

연산 비용이 발생하고 현장자료와 합성자료의 이질성이 문

제가 되기도 한다. 또한, 모델 학습에 있어서 최적화 과정이 
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많은 연산 비용을 요구하며, 학습 자료의 구성, 자료 전처

리, 하이퍼 파라미터(hyper parameter) 설정 등에 따라 모

델의 편향이 발생할 수 있다. 이러한 문제들을 해결하기 위

해, 기계학습의 단점을 보완하고 장점을 극대화할 수 있는 

방법에 관한 연구가 활발히 진행되고 있으며(e.g., Kim and 

Byun, 2020; Jo et al., 2022; Kong et al., 2023), 이는 물리

탐사 분야에서 기계학습의 성공적인 적용을 위한 중요한 

과제 중 하나이다. 

기계학습은 일반적으로 지도학습(supervised learning), 

비지도학습(unsupervised learning), 준지도학습(semi-sup-

ervised learning), 그리고 강화학습(reinforcement learning)

으로 분류된다. 기계학습이 물리탐사 분야에 적용된 초기

(2010~2020)에는 대부분 지도학습 위주로 적용되었다. 하

지만 지도학습은 입력에 해당하는 레이블(label)이 필요하

기 때문에, 최근에는 레이블이 없거나 자료가 부족한 상황

에 적합한 비지도학습과 준지도학습도 활발히 활용되고 있

다. 또한, 물리탐사 분야 기계학습 활용의 초기 단계에서는 

전통적인 기계학습 알고리즘이 적용되었으나, 최근에는 

대부분의 연구에 딥러닝 기술이 활용되고 있다. 

이 논문에서는 최근 약 4년간(2020~2024) 물리탐사 분

야에서 딥러닝 기술이 어떻게 적용되고 있는지를 탄성파 

탐사 자료 처리 및 해석, 중력 및 자력 탐사, 전기 및 전자 탐

사, 지표투과 레이다 탐사, 그리고 복합역산 분야를 중심으

로 조사하였다. 또한 물리탐사에서 딥러닝의 성공적인 정

착을 위해 넘어서야 할 주된 도전 과제들과 앞으로 나아가

야 할 연구 방향에 대해 논의한다. 

본   론

연구 동향

지난 10년간 물리탐사 분야에서 기계학습 기술의 활용이 

기하급수적으로 증가했다. 이에 따라, 2015년부터 2023년

까지의 자료를 바탕으로 탄성파, 중력, 자력, 전기 및 전자, 

지표투과 레이다 탐사, 복합역산 등 7개 주요 분야에서

의 기계학습 기반 연구 동향을 분석하였다(Figs. 1, 2). 분석

은 IEEE Geoscience and Remote Sensing Letters, IEEE 

Transactions on Geoscience and Remote Sensing, SEG와 

EAGE에 의해 발간된 저널들과 같은 주요 저널을 통해 진

행되었으며, “machine-learning“, “deep-learning“ 등의 기

계학습 관련 핵심 키워드를 사용했다. 분석 결과, 7개의 주

요 물리탐사분야 모두에서 기계학습 기반 연구가 해마다 증

가하는 추세를 보여주며, 특히 탄성파 탐사에 대한 기계학

습 기반 연구가 다른 탐사들에 비해 월등히 높게 나타난다.

또한, 물리탐사 분야에서 기계학습 기반 연구를 다룬 논

문들의 주요 저널별 비율도 분석하였다(Fig. 3). 이 분석에

Fig. 1. Comparative analysis of ML-based research trends in 
five key geophysical survey areas from 2015 to 2023.

Fig. 2. Proportional distribution of ML-based research by 
exploration.

Fig. 3. Distribution of ML-based geophysical research public-
ations across leading journals.
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서는 SEG 저널이 전체의 45.7%로 가장 큰 비중을 차지

했으며, IEEE Transactions on Geoscience and Remote 

Sensing이 30.4%로 뒤를 이었다. 이를 통해 물리탐사 분야

의 기계학습 기반 연구가 다양한 학술지에서 주목받고 있

음을 확인할 수 있다.

탄성파 탐사 자료 처리 및 해석

트레이스 보간법

탄성파 탐사 자료는 경제적, 환경적 제약 또는 기계적 결

함으로 인해 일부 자료가 손실된 채로 획득될 가능성이 있

으며, 이러한 손실은 자료 품질 및 정확도의 저하로 이어져 

자료처리와 해석에 악영향을 줄 수 있다. 이 문제에 대응하

기 위해, 특히 기계학습을 활용한 보간(interpolation) 기술 

연구가 활발히 진행 중이다. 이 기술들은 자료처리의 효율

성과 해석의 정확성을 향상시켜 비용 절감과 투자 결정에 

있어서 올바른 판단을 가능하게 한다.

기계학습을 트레이스(trace) 보간에 처음 도입했던 시기

에는 주로 이미 개발된 알고리즘들을 직접 적용하였으나

(Jia and Ma, 2017), 최근의 연구는 이전의 단순 적용을 넘

어서, 탄성파 자료에 특화된 새로운 모델을 개발하는 방향

으로 진화하고 있다. Park et al.(2022)은 푸리에 손실

(Fourier loss)과 평균 제곱 오차 손실(mean squared error, 

MSE)를 결합한 새로운 손실함수를 포함하는 CFunet(coarse- 

refine U-Net)을 제안하였다(Fig. 4). 제안한 방법은 높은 

주파수 성분의 손실로 인한 알리아싱 문제를 완화하고, 

픽셀 단위 손실로 인한 오버스무딩(oversmoothing) 문제

를 해결한다. Li et al.(2022a)은 구조적 유사성(Structural 

Similarity Index Measure, SSIM)과 L1 손실을 결합한 하

이브리드 손실함수를 사용하여 네트워크의 보간 성능을 향

상시키는 방법을 제안하였다. 합성 및 실제자료에 대한 실

험을 통해 기존의 U-Net보다 높은 정확성을 가진 합리적인 

보간 결과를 제공한다는 것을 입증하였다. Li et al.(2022b)

은 연속적으로 누락된 탄성파 자료 보간을 위해 좌표 어

텐션 블록(coordinate attention block)을 적용한 새로운 

U-Net 기반 모델인 CA-Unet(coordinate attention block 

Unet)을 제안하였다. CA-Unet은 좌표 어텐션 블록을 통해 

장거리 의존성을 포착하고, 중요한 정보를 포함하는 피쳐 

맵(feature map)을 최대한 활용한다. 이때 좌표 어텐션 블

록은 네트워크가 자료의 글로벌 정보를 포착하고, 효과적

으로 누락된 트레이스를 복원할 수 있도록 한다.

또한, 고차원의 탄성파 자료에 보간을 수행하는 연구도 

활발히 진행 중이다. Yu and Yoon(2023)은 해양 탄성파 탐

사에서 발생하는 자료 손실 문제를 해결하기 위해 3D 

cWGAN(conditional Wasserstein generative adversarial 

network) 모델을 제안하였다. Yeeh et al.(2023)은 불규칙

하게 손실된 트레이스를 포함하는 탄성파 탐사 자료를 위

한 크로스라인(crossline) 방향의 트레이스 보간법을 제안

하였다. 제안된 방법과 기존의 모델 제약조건이 적용된 

MWNI(minimum weighted norm interpolation) 방법을 비

교하였고, 제안된 방법이 모든 주파수 대역에서 높은 보간 

성능을 보임을 확인하였다. Fang et al.(2023)은 5차원 합성

곱 신경망(CCNet-5D)을 개발하였다(Fig. 5). CCNet-5D

는 여러 저차원 합성곱을 연속적으로 결합하여 구성된 네

트워크로, 5차원 연산을 효과적으로 처리한다. 합성 및 현

장 자료 세트들에 대해 평가한 결과, CCNet-5D는 3D 

U-Net 방법과 비교하여 더 높은 신호 대 잡음비(S/N)를 달

성하였다. 

거대 언어 모델에 주로 사용되는 트랜스포머를 활용한 

Fig. 4. Schematic showing the structure of CFunet for seismic trace interpolation. This network contains two different U-Nets 
(indicated by coarse and refinement as well as downsampling networks) and an additional upsampling process with zero-padding 
(indicated by the red arrow) (Park et al., 2022).
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연구도 소개되었다. Guo et al.(2023)은 기존의 합성곱 신

경망이 지역적인 자료의 의존성만 포착하는 데 반해, 전역 

의존성을 포착하는 데에 한계가 있다는 점을 해결하고자 

새로운 멀티 스케일 트랜스포머(multi scale transformer, 

MST)를 기반으로 하는 보간법을 제안하였다. Ding et al. 

(2024)은 자기 주의 메커니즘(self-attention mechanism)

을 포함한 생성적 적대 신경망을 사용하여 탄성파 신호의 

보간 및 잡음 제거를 동시에 수행하는 방법인 SAGAN(self- 

attention generative adversarial network)을 제안하였다. 

SAGAN은 자기 주의 메커니즘을 통해 글로벌 의존성을 포

착하고, 탄성파 신호의 보간 및 잡음 제거 과정에서 높은 정

확도를 나타내었다. 

기존 이론 기반 접근법과 딥러닝 기술을 결합하는 연구도 

수행되고 있는데, Wu et al.(2024)은 기존의 POCS(projection 

onto convex sets) 방법과 딥러닝 기법을 결합하여 개발한 

새로운 네트워크인 Sparse Prior-net(Sp-net)을 제안하였

다. Sp-net은 합성 및 실제 자료를 사용한 실험을 통해 빠른 

계산 속도를 유지하면서 만족스러운 보간 성능을 달성한다

는 것을 입증하였다. 

잡음 제거

탄성파 탐사 자료는 자연적 또는 인위적인 원인으로 인

해 잡음이 섞여 자료의 정확성과 해석에 부정적인 영향을 

줄 수 있다. 잡음은 탄성파 신호의 품질을 저하시키고, 신호 

Fig. 5. Designed 5D convolutional layer (CC-3D2D module), which uses the cascade of a 3D convolutional layer and a 2D 
convolutional layer to approximate the 5D convolutional layer (Fang et al., 2023).

Fig. 6. Overview of the SISL model. (a) Training process. The original noisy image u is fed into the similar image sampler to 
generate the similar noisy images sim(u). Then, u and sim(u) are used as the input and the target of the denoising network, 
respectively. The hybrid loss function is divided into two components: 


 is computed between the network output and the target; 

considering the difference between the ground truth of the input and the target, the regularization constraint 


 is introduced on 

the right. Notably, the similar image sampler used twice for a training round adopts the same strategy as pixel replacement. (b) 
Inference using the trained denoising network (Liu et al., 2022a).
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대 잡음비를 낮추어 정확한 지하 구조의 해석을 방해한다. 

이를 해결하기 위해 효과적인 잡음 제거 방법에 대한 개발

이 필요하며, 특히 기계학습과 같은 자료처리 기술을 이용

한 잡음 제거 연구가 활발히 진행되고 있다. 이러한 방법들

은 탐사 자료의 품질을 향상시키고, 탐사 및 개발 프로젝트

의 비용 효율성과 성공률을 높이는 데 중요한 역할을 한다. 

탄성파 자료의 무작위 잡음 제거를 위해 Wang et al. 

(2022)은 비지도 학습 기반의 새로운 접근방식을 제안하였

다. 이들은 기존 잡음 제거 방법을 능가하는 심층 신경망의 

잠재력을 발휘하면서도, 수학적 한계를 극복하기 위해, 

수정된 반복 소프트 임계값 알고리즘(ISTA) 기반 네트워

크를 개발하였다. Dong et al.(2022)은 멀티스케일 합성곱

과 공간적 주의 메커니즘을 통합한 멀티스케일 공간 주의 

잡음 제거 네트워크(multiscale spatial attention network, 

MSSA- Net)을 도입하여 강한 잡음과 약한 반사 신호를 효

과적으로 처리하였다. Liu et al.(2022a)은 기존 지도학습 

한계를 극복하는 유사성 정보 자가 학습(Similarity-Informed 

Self-Learning, SISL) 모델을 제안하여 탄성파 이미지의 잡

음을 자가 학습 방식으로 제거하였다(Fig. 6). Li et al.(2022a)

은 탄성파 이미지의 초해상도 및 잡음 제거를 동시에 달성

하기 위한 심층 합성곱 신경망을 개발하였다. Yao et al. 

(2022)은 사막 탄성파 자료의 특성에 맞는 DnResNeXt 네

트워크를 통해 잡음을 효과적으로 감소시켰고, Iqbal(2023)

은 DeepSeg 프레임워크를 통해 탄성파 신호의 잡음을 적

응적으로 제거하였다. Luiken et al.(2024)은 해양 탐사 자

료의 디블렌딩(deblending) 과정에서 자가 학습 잡음 제거 

네트워크를 적용하여 우수한 결과를 얻었다. 마지막으로, 

Lee et al.(2024)은 Sparker 탄성파 자료의 무작위 잡음

을 억제하기 위해 BiLSTM(bidirectional long short-term 

memory)과 FrFT(fractional Fourier transform)를 결합한 

방법을 제안하였다. 이러한 연구들은 탄성파 데이터 처리

에 기계학습 기술을 적용하여 잡음을 효과적으로 제거하고 

자료 품질을 향상시키는 새로운 가능성을 보여준다.

이벤트 분리

탄성파 자료는 복잡한 지질 구조, 신호와 잡음의 혼합, 다

양한 파동의 존재 등으로 인해 자료처리와 해석에 어려움

을 겪을 수 있다. 이를 해결하기 위해 이벤트 분리(event 

separation)의 중요성이 대두되고 있다. 이벤트 분리는 잡

음을 제거하여 유용한 신호를 명확히 식별함으로써 이미지 

품질을 향상시키고, 다양한 유형의 파동(예: P파, S파)을 정

확히 구분하여 각각의 지질학적 정보를 추출한다. 또한, 효

율적인 자료처리 및 해석을 가능하게 하며, 탐사 및 모니터

링의 정확성을 높인다. 최근에는 기계학습 기술의 발전으

Fig. 7. Overall design of the proposed deep learning method. (a) Workflow. (b) Structure of the neural network (Wei et al., 2022b).
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로 이벤트 분리 기법의 연구가 활발히 진행되고 있다. 

Wei et al.(2022b)은 VSP(vertical seismic profile) 자료

에서 P파와 S파를 효과적으로 분리하기 위한 딥러닝 기반 

방법을 제안하였다(Fig. 7). VSP 자료의 고해상도 이미지 

생성에 필수적인 P파와 S파 분리를 자동화하여 복잡한 지

질학적 조건에서의 한계를 극복하였다. 다중 구성 요소의 

VSP 측정에서 P파와 S파 자료를 추출하기 위해 탄성파 시

뮬레이션과 헬름홀츠 분해(helmholtz decomposition)를 기

반으로 하는 완전 합성곱 신경망(fully convolutional neural 

network)을 사용한다. 결과적으로 기존 f-k 필터링 방법과 

비교하여 딥러닝 방법의 우수성을 입증하였고, L1 손실 함

수를 사용하여 더 나은 일반화 능력을 보여주었다. 

Tao et al.(2023)은 지하 매체의 복잡한 구조를 분석하는 

데 어려움을 겪는 VSP 자료의 파동장 분리 문제를 해결하

기 위해 고성능 GPU(graphic processing unit)를 사용한 딥

러닝 방법을 제안하였다. 중국의 다양한 지질 환경에서 검

층자료를 기반으로 한 학습자료 세트를 구축하고, 이를 이

용해 다중 작업 학습 신경망을 학습시켜 효율적이고 정확

한 파동장 분리를 달성하였다. 제안된 방법은 기존 파동장 

분리 방법들에 비해 빠르고 정확하며, 복잡한 지질 조건을 

가진 투포타이 지역의 실제 VSP 데이터에서도 일반화 능

력과 입증하였다. 

Abbasi et al.(2023)은 탄성파 자료에서 선형 및 비선형 

이벤트, 그라운드 롤(ground roll), 무작위 잡음 등을 분리

하기 위한 ALMD(adaptive linear-mode decomposition) 

방법을 제안하였다. 탄성파 자료에서 반사 신호를 가리는 

그라운드 롤 및 무작위 잡음을 효과적으로 분리하는 기존

의 LMD(linear-mode decomposition) 방법을 확장한 방법

이다. LMD는 Wiener 필터를 사용하여 이벤트를 진폭-주

파수 모드로 분해하며, ALMD는 LMD의 분해 수준을 결

정하기 위해, 분해된 모드와 입력 자료 간의 상관관계를 사

용한다. 이를 통해 자료를 최소한의 혼합으로 선형 모드로 

나누고, 순열 엔트로피와 첨도 기준을 사용하여 신호, 소음 

및 혼합 모드를 자동으로 분리한다. ALMD는 최적의 모드 

수 추정 및 자동 잡음 분리를 통해 입력 자료의 정확한 분리 

및 재구성을 가능하게 한다.

초동 발췌

탄성파 탐사에서 초동(first break) 발췌는 근거리 속도 모

델 구축에 필수적인 단계이다. 그러나 대규모 탄성파 탐사 

자료처리는 시간이 많이 소요되며, 이는 특히 복잡한 근거

리 구조에서 초동의 시간 변화를 고려할 때 더욱 어려워진

다. 또한, 실제 자료에서 첫 도달 파형은 트레이스마다 크게 

달라질 수 있으며, 이는 잡음에 의해 복잡해질 수 있다. 이

러한 문제를 해결하기 위해 많은 연구자들이 자동화된 초

동 발췌 알고리즘을 연구하고 있으며, 이 중에서도 특히 합

성곱 신경망을 기반으로 하는 방법이 주목받고 있다. 이러

한 연구들은 더 빠르고 정확한 초동 선택을 가능하게 하여 

탄성파 자료의 품질을 향상시키고, 자료 해석과 모델링에 

중요한 기여를 할 수 있다. 

Yuan et al.(2022)은 수동으로 밀집된 초동을 발췌하는 

시간 소모적인 작업을 해결하기 위해 완전 합성곱 SegNet

을 사용한 자동 초동 발췌 방법을 제안하였다(Fig. 8). Seg-

Net을 활용하여 CSG(common shot gather)에서 초동 자료

와 배경을 자동으로 세분화하고, 채널 정규화된 확률 맵을 

통해 웨이브폼(waveform) 분류와 초동 발췌의 품질을 통

계적으로 평가한다. 또한, 25개의 층으로 이루어진 네트워

크는 확률적 경사 하강법(stochastic gradient descent, SGD)

을 사용하여 학습된다. 결과적으로 두 개의 자료 세트에서 

약 97%의 재현율을 달성함으로써, 제안한 방법이 초동 발

Fig. 8. SegNet architecture for seismic waveform classification and first-break picking directly from shot gathers with sparsely 
distributed traces. Blue boxes represent the convolution layers containing a convolution operation, a batch normalization 
operation, and an activation operation; green boxes represent the pooling operators; red rectangles represent the unpooling 
operators implemented by pooling indices computed in the pooling step; and the yellow box represents the Softmax classifier 
(Yuan et al., 2022).
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췌의 자동화와 효율성을 향상시키는 동시에, 초동 발췌를 

위한 앙상블 학습의 가능성을 입증하였다.

Loginov et al.(2022)은 탄성파 자료처리에 필요한 근거

리 속도 모델을 구축하기 위해, 자동화되고 견고한 초동 발

췌 알고리즘을 제안하였다. 대규모 탄성파 탐사 자료를 효

율적으로 처리하기 위한 초동 발췌 전략과 CNN 모델구조

를 개발하였다. 두 개의 자료 세트에서 알고리즘을 평가한 

결과, 두 자료 세트 모두 원본과 예측된 초동 사이의 오차는 

대부분의 트레이스에서 세 개의 샘플링 간격을 초과하지 

않았다. 또한 트레이스 길이가 다른 트레이스에 적용 가능

한 CNN 모델을 사용하며, 잡음, 초동, 신호 등 세 가지 클래

스로 구성된 마스크를 학습 목표로 사용하였다. 결과적으

로, 제안한 모델이 초동 발췌에 효과적임을 입증하였다. 

Zwartjes and Yoo(2022)은 탄성파 자료에서 초동을 자

동으로 발췌하기 위한 다양한 CNN 모델구조를 비교 및 평

가하였다. 초동 발췌를 이미지 세분화 문제로 접근하고, 기

계학습 기반 기법을 활용하여 자료에서 기본적인 특징을 

학습하는 방식을 적용하였다. 결과적으로, 기본 U-Net이 

ResNet 기능을 포함한 U-Net보다 우수함을 나타내었다.

탄성파속도 역산

지구 내부의 속도 구조에 대한 정확한 이해는 탄성파 자

료의 해석과 지구 물리학적 연구에 필수적이다. 그러나 지

질 구조의 복잡성, 탄성파 자료의 한계, 측정 환경의 제약으

로 인해 정확한 속도 모델을 구축하기 어렵다. 이러한 문제

를 해결하기 위해 많은 연구자들이 탄성파의 전파 경로와 

속도 변화를 보다 정확하게 알아낼 수 있는 방법론을 개발

하는 데 집중하고 있다. 특히, 컴퓨터 시뮬레이션, 알고리즘 

최적화, 그리고 기계학습 기술을 활용한 속도 모델 역산 연

구가 활발히 진행되고 있다. 

Chen et al.(2022)은 저주파 탄성파 자료가 손실된 경우 

발생하는 전체 파형 역산(full waveform inversion, FWI)

의 국부 최소점(local minima) 문제를 해결하기 위한 새로운 

속도 모델 역산 방법을 제안하였다. SCD(sparse-constrained 

deconvolution) 방법을 도입하여 자료의 시간 정보를 반사 

시퀀스(sequence)로 전환함으로써, 시간 역산의 복잡성을 

최소화하였다. 또한 위상변이(phase shift)에 영향을 받지 

않는 E-SCD(envelope-based sparse-constrained deconvo-

lution)를 개발하여, 재구성된 저주파 탄성파 자료로 다중 

스케일 FWI를 수행하는 E-SCDI(envelope-based sparse- 

constrained deconvolution inversion) 방법을 제안하였다. 

E-SCDI는 시간 정보를 활용하는 효율적인 FWI 방법으로

서, SCD를 통해 탄성파 자료의 시간 정보를 희소하게 표현

할 수 있다.

Yang et al.(2023)은 복잡한 지질 영역에서 FTT(first 

arrival time tomography)의 한계를 해결하기 위해 FTT와 

지도학습 기반 딥러닝(supervised deep learning, SDL)을 

결합한 새로운 방법을 제안하였다. U-Net 네트워크 구조를 

사용하여 FTT로 역산된 모델의 특성을 포착하고, 이를 정

확한 실제 모델과 연결한다. 이 방법은 중국 서부 산악 지역

의 현장 탄성파 자료에 적용되어 만족스러운 결과를 얻었

으나, 학습된 신경망의 일반화 능력에는 한계가 있음을 보

여주었다. 

단층 및 암염 돔 탐지

탄성파 탐사 자료를 활용한 지하 구조 역산에서는 3차원 

탄성파 자료를 통해 단층, 암염 돔(salt dome)등의 지질 구

조를 식별하는 것이 핵심적인 작업이다. 기존 방식에서 탄

성파 자료의 해석은 주로 통계적 방법이나 수동으로 라벨

(label)을 붙이는 등의 방법으로 이루어졌으나, 이러한 접

근법은 해석의 주관성이 높고 해석자의 지식 및 경험에 의

존적이다. 이에 반해, 기계학습 기술을 이용한 접근법은 패

턴 인식과 자동 특징 분류를 통해 지질 구조를 자동으로 예

측하는 모델 개발로 이어지고 있다.

특히 단층 및 암염 돔 탐지 분야에서는 기계학습 기반의 

네트워크에 지도학습 방식이 주로 적용되고 있다. 이러한 

네트워크를 효과적으로 학습시키기 위해서는 단층이 명확

히 식별된 학습자료가 필수적이며, 이를 위해 합성자료 생

성, 라벨링 작업, 또는 실제 현장자료에 기반한 단층 정보 

라벨링 등이 수행된다(Choi et al, 2020). 

Liu et al.(2020d)은 자동 단층 감지 목표로 이미지 분할 

문제의 접근방식을 제안하였다. U-Net 구조에서 잔차 연결

을 사용한 ResUNet 모델을 사용하여 오프셋(offset) 벡터 

타일 자료를 기반으로 한 단층 대 방위각 분석에 관해 연구

하였다. 본 연구에서는 방위각 자료와 후처리 자료를 사용

하여 단층 해석 결과를 비교하였으며, 비교 결과, 방위각 자

료를 통해 단층을 해석할 경우 단층 구조가 잘 나타나는 결

과를 확인하였다. 따라서 ResUNet을 방위각 자료에 적용

하면 단층 탐지의 정밀도를 높이고, 단층의 측면 해상도 향

상에 기여한다. 

Wu et al.(2019)은 지도학습 기반 합성곱 신경망을 사용

하여 단층 탐지를 이진 이미지 분할 문제로 접근하였다. 네

트워크 학습을 위해 단층의 유무로 표시되는 이진 결함 이

미지를 합성자료로 생성하였고, 생성한 단층 자료의 불균

형을 조정하기 위해 클래스 균형 이진 교차 엔트로피 손실

함수를 사용하였다. 모델은 기존 U-Net 모델을 단순화한 

모델을 사용하였으며, 해당 모델을 사용하여 합성자료로

만 학습을 진행하였음에도 Fig. 9와 같이 현장자료에서도 

단층을 정확하게 감지하는 것을 보여준다.

Gao et al.(2022)은 자동화된 단층 탐지를 위해 다중 스케
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일 공간-채널 어텐션 합성곱 신경망(multiscale attention 

CNN, MACNN)을 개발하였다. MACNN을 통해 다양한 

공간 해상도의 인코더 피쳐 맵을 병합하고 개선하기 위해, 

다중 스케일 공간-채널 어텐션 메커니즘을 사용하였다. 연

구 결과, 기존의 자동화된 단층 탐지 모델에 비해 더 높은 해

상도와 향상된 단층 탐지 성능을 보인 것을 확인할 수 있다. 

Yuan et al.(2019)에서 개발한 단층 탐지 방법은 적응형 

스펙트럼 분해와 초해상도 딥러닝을 결합하여 지하 단층의 

복잡한 구조를 고해상도로 파악한다. 이 방법은 3D 탄성파 

자료의 스펙트럼 분해를 일반화된 S 변환으로 처리하고, 시

간-주파수 스펙트럼에서 최적화된 3D 진폭 스펙트럼을 추

출한다. 또한, 고해상도와 저해상도 이미지를 사용하여 SR 

딥러닝 자료 세트를 구성하고, CNN을 통한 단층 탐지에서 

우수한 성능을 보여준다.

암염 돔 경계면의 탐지 분야에서는 탄성파 영상에 대해

서 지도학습을 이용하여 이미지 분할을 수행하는 연구가 

주로 진행되고 있다. Shi et al.(2019)은 인코더-디코더 구

조를 가진 심층 합성곱 신경망 모델을 기반으로 자동 암염 

분할 방식을 제안하였다. 제안된 모델은 자료 증강 및 대규

모 서브 볼륨(volume)으로 효과적인 학습을 수행하며, 암

염의 특징을 자동으로 포착하고, 높은 정확도와 일반화 능

력을 보인다. 

앞서 설명한 지도학습 기반의 암염 탐지 모델에서 많은 

양의 학습 자료가 필요하다는 단점을 보완하기 위해, Geng 

et al.(2022)은 소량의 레이블이 지정된 자료만 필요로 하는 

준지도학습 기반 암염 분할 기법을 제안하였다. 제안된 방

법은 교사 모델(adopting the mean teacher method)을 채택

하고, 지도학습 손실과 비지도학습 일관성 손실을 결합하

여 입력 이미지가 다르게 증강될 때, 제안한 방법을 통해 일

Fig. 9. (a) Three-dimensional seismic image displayed with faults that are detected using (b) the trained CNN model, (c) fault 
likelihood, and (d) thinned fault likelihood (Wu et al., 2019).

Fig. 10. Salt segmentation using semi-supervised learning 
(Geng et al., 2022).
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관된 예측을 나타냄을 증명하였다. 더불어 합성자료 및 실

제 현장자료를 적용한 지도학습 방법과의 비교를 통해 제

안한 방법의 우수한 성능을 입증하였다(Fig. 10). 

중력, 자력, 전기 및 전자 탐사 역산

전통적인 결정론적 역산법은 관측 자료에 기반한 모델을 

반복적인 접근을 통해 최적화하는 과정으로 진행된다

(Tarantola, 2005). 하지만 이러한 역산법은 높은 연산 비용, 

불량 조건(ill-posed), 비 유일해, 불안정성, 비선형성, 낮은 

수직 해상도 등의 문제를 내포하고 있다(Tikhonov and 

Arsenin, 1977; Zhdanov, 2015; Kim and Nakata, 2018). 

또한, 역산 결과의 정확성은 초기 모델 설정과 제약조건, 그

리고 역산 변수 설정에 크게 의존하고(Liu et al., 2021b), 이

러한 문제를 해결하기 위해 역산 분야에 기계학습을 접목

하는 연구가 다수 수행되어왔다.

Yang et al.(2021)에서는 U-Net 구조를 활용한 3차원 중

력 역산을 제안하였다. 직육면체 이상체의 합성 밀도 모델

로 합성자료를 생성하여 딥러닝 모델을 학습하였고, 전통 

역산의 결과와 비교하여 제안된 기법의 성능을 입증하였

다. Zhang et al.(2022)에서는 딥러닝 기반 중력 역산 모델

인 DecNet을 제안하였다. DecNet은 하나의 인코더에 여러 

디코더를 연결하여 이상체의 경계, 중심 오차, 이상체의 두

께 그리고 이상체의 밀도값을 예측하는 네트워크로 설계되

었다. 

중력 탐사 역산과 유사하게, 자력 탐사에서도 합성곱 신

경망을 이용한 역산 모델 개발 연구가 다양하게 진행되었

다(Guo et al., 2021; Hu et al., 2021a). Shi et al.(2023)은 자

력 필드의 세 가지 성분 자료와 여섯 가지 기울기 텐서 자료

를 활용하여 3D U-Net 구조를 학습하였다(Fig. 11). 

전기비저항 탐사 분야에서도 합성곱 신경망을 사용한 연

구가 활발히 진행되었다(Aleardi et al., 2021; Aleardi et 

al., 2022). Liu et al.(2020a)은 겉보기 전기비저항 자료의 

수직적인 패턴으로 인해, CNN을 사용할 때 야기되는 모호

성 문제를 해결하기 위해서 U-Net을 적용하여 ERSInvNet

을 설계하였다. 입력 자료에 계층 피쳐 맵을 추가하여 

U-Net의 깊이 정보를 보완하였으며, 깊이 가중 함수와 평

활화 제약 조건(smoothness constraint)을 통해 깊은 영역

에 대한 역산 정확도를 높이고, 가짜 이상체(false anomaly) 

반응을 억제하였다. Liu et al.(2020b)은 앞에서 소개한 방

법과 달리, 인공적인 특성을 추가하지 않고 적응형 합성곱 

Fig. 11. Multiple types of magnetic field data and deep learning-based 3D magnetic inversion architecture (Shi et al., 2023).
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신경망(adaptive convolution neural network, ACN)을 설

계하여 겉보기 전기비저항 자료와 전기비저항 모델 쌍의 

고유한 특성에 맞춰 합성곱 커널을 적응시켰다. 추가로, 모

호한 패턴을 포착하기 위해 하위 2개의 계층은 수직 적응형 

합성곱 커널(vertically adaptive convolutional kernels, 

VAC)을 사용하였으며, 손실함수는 자료 항, 평활화 항, 적

대적 항 등으로 구성하였다. 정성적 및 정량적 평가를 통해 

ACN이 ERSInvNet을 능가하는 성능을 보였다.

Vu and Jardani(2021)는 전기비저항 모델의 3차원 재구

성을 위해 딥러닝 알고리즘을 제안하였다. 전기비저항 모

델은 지리통계적 이방성 가우스 생성기로 생성하여 네트워

크의 입력으로 사용하였으며, 그에 대응하는 겉보기 전기

비저항은 3차원 푸아송 방정식(poisson’s equation)을 수치

적으로 해결하여 생성하였고, 이를 SegNet의 출력으로 사

용하였다. 검증 자료의 분석을 통해 학습자료의 특성이 예

측 결과의 품질에 상당한 영향을 미친다는 사실을 확인하

였으며, 이는 목적에 맞는 학습자료 구축이 중요함을 시사

한다(Fig. 12). 

Wilson et al.(2022)은 변이형 인코더-디코더(variational 

encoder-decoder, VED) 네트워크를 설계하여 전기비저항 

역산 모델을 개발하였다. 합성자료 및 현장자료 테스트

에서 U-Net, U-Net with depth layer, Attention U-Net, 

Attention U-Net with depth layer models와 결과 비교를 통

해 VED의 우수성을 입증하였다. 

Aleardi et al.(2021)는 CNN을 사용하여 겉보기 전기비

저항 자료를 이용하여 2차원 전기비저항 모델을 역산하였

다. ERT(electrical resistivity tomography)의 과소 결정 문

제(underdetermined problem)를 해결하기 위해, 이산 코사

인 변환(discrete cosine transform, DCT)를 사용하여 CNN

의 입력 및 출력의 차원을 압축하였고, DCT 재매개변수화

를 모델 정규화를 위해 사용하였다. 전기비저항 모델은 단

순 크리깅 지리통계학적 방법(Azevedo and Soares, 2017)

을 사용하여 생성하였으며, 유한 요소법(Karaoulis et al., 

2013)을 사용하여 생성된 모델에 대한 겉보기 전기비저항 

자료를 계산하였다. 역산 모델은 모델의 불확실성을 추정

하기 위해 몬테 카를로 시뮬레이션(monte carlo simulation)

과 결합시켰고, 합성자료 및 현장자료 테스트 결과, 제안한 

방법의 사용가능성을 보여 주었다.

Kong et al.(2023)은 단층 탐지에 최적화된 합성곱 신경

망 기반 전기비저항 역산 모델을 개발하였다. 기존 박스형 

전기비저항 모델과는 달리 복잡한 층서형 단층 모델을 생

성하여 합성자료를 구성하였으며, U-Net에 시추 정보를 넣

을 수 있도록 네트워크를 설계하였다. 또한 기존 전통 역산

과 딥러닝 모델의 결과를 결합하여 역산 결과의 성능을 높

였다. 

전자탐사 분야에서도 앞서 소개한 탐사들과 유사하게 합

성곱 신경망을 이용한 연구가 다수 소개되었다. Oh et al. 

(2018)는 해양 환경에서 암염 돔 구조를 식별하는 기술을 

개발하였으며, 해양 전자탐사 자료를 사용하여 지하의 전

기비저항 구조를 예측하는 데 합성곱 신경망을 적용하였

다. Colombo et al.(2020b)은 유체 흐름 시뮬레이터(fluid 

flow simulators)와 결합된 전자탐사 기반 저류층 특성화 

및 모니터링 구현을 위해 딥러닝 기술을 적용하였다. 물-가

스 교대 주입(water-alternating-gas, WAG)을 시뮬레이션

하여 저류층 내의 유체 포화도를 모델링하고, 이를 전자 탐

사자료로 변환 후, U-Net을 이용하여 저류층의 전기비저항 

변화를 예측하였다. 다양한 전자탐사 구성 요소, 잡음 테스

트, 일반화 성능, 3차원 재구성에 대한 민감도 평가 등을 통

해 제안한 방법의 효율성을 입증하였다. 

합성곱 신경망 외에도 시계열 자료처리에 특화된 RNN 

계열의 네트워크를 이용한 연구 사례도 있다. Li et al.(2020)

은 시간영역 항공 전자 탐사(airborne electromagnetic, AEM) 

Fig. 12. Illustration of the proposed SegNet architecture. The architecture is developed with three-level encoder–decoder structure, 
including 45 layers in total; the classification layer at the output is replaced by a regression layer to recover the electrical resistivity 
map. The apparent resistivity from measurements feeds the input data for the network (Vu and Jardani, 2021).
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자료 역산에 4개의 CNN과 장단기 메모리(long short-term 

memory, LSTM) 네트워크를 결합하여 깊은 계층 구조를 

구축하였다. 합성곱 신경망은 공간적 연결성을 활용하여 

전자탐사 자료 내의 인접 채널 간 상관관계를 효과적으로 

추출하였고, LSTM은 각 층의 전기비저항 값을 순차적으

로 계산하였다. 입력 자료로는 비행 고도과 전자탐사 자료

를 사용하였으며, 1차원 전기비저항 모델을 레이블로 활용

하였다. 합성자료 테스트를 통해, 네트워크는 다양한 비행 

고도에서 측정된 자료에 대해 안정적인 성능을 입증하였

다. 더불어 잡음 수준에 대한 견고성 테스트를 통해, 네트워

크의 강인성을 입증하였다. 캐나다 앨버타주의 포트 맥머

레이(Fort McMurray, Alberta, Canada)에서 수집한 현장

자료에 대한 적용 결과, 전통적인 이론 기반의 1차원 occam 

역산 방법과 비교하여 빠른 자료처리 속도를 나타냈다.

한편, Noh et al.(2020)은 DNN을 사용해 주파수 영역 항

공 전자탐사 자료의 1차원 역산 연구를 수행하였고, 전통 

가우스-뉴턴 역산(gauss-newton inversion)과 결과를 비교

하였다. 하지만, 1차원 딥러닝 기반 역산은 고립된 전도성 

이상체에 대한 예측 정확도가 낮아진다는 한계점이 있고

(Kang et al., 2013), 이러한 문제점을 해결하고 공간 연속

성을 고려하기 위해, Bang et al.(2021)은 RNN을 사용한 2

차원 해석 방법을 제안하였다. 합성자료 및 현장자료를 사

용하여 2차원 RNN 역산의 성능을 검증하였고, 클러스터링 

방법인 t-SNE(t-distributed stochastic neighbor embedding)

를 사용하여 합성자료와 현장자료의 유사성을 파악하여 

RNN의 성능을 향상시켰다(Fig. 13). 

복합 역산

기계학습 적용으로 역산의 정확도와 연산 효율은 높아졌

지만, 단일 자료를 사용하였을 때는 여전히 비 유일해 문제

를 가지고 있고, 이상체의 정확한 경계면과 수직적인 위치

의 해석이 어렵다는 한계를 가진다(Oh et al., 2019; Huang 

et al., 2021). 

이를 극복하기 위해 최근 기계학습 기반 복합역산 연구

들이 제안되었다(Oh et al., 2019; Colombo et al., 2020a; 

Sun et al., 2020; Pratap Singh et al., 2021; Hu et al., 

2021b; Wei et al., 2022a; Hu et al., 2023b). 탄성파 자료를 

추가적인 제약 조건으로 한 CSEM(controlled source 

electromagnetic) 암염 돔 탐지(Oh et al., 2019), 중력자료

와 자력자료를 동시에 사용하는 복합 역산(Wei et al.., 

2022a; Jiao et al., 2023), 중력자료와 자력자료, 그리고 

MT(magnetotelluric)을 활용하는 복합역산(Wei et al., 2021; 

Zeng et al., 2023), 그리고 탄성파 자료와 전자탐사 자료를 

사용하여 암염 돔을 재구성하는 연구(Sun et al., 2020) 등

이 수행되었다. Hu et al.(2023c)는 중력 기울기 자료와 자

력 자료를 활용하여 딥러닝 기반 복합역산을 수행하였고, 

제안한 방법이 기존 단일 역산 보다 높은 성능을 나타냄을 

입증하였다.

딥러닝의 적용은 역산의 효율성과 성능을 향상시키지만, 

학습된 모델이 학습자료에 지나치게 의존하는 경향이 있

다. 현장자료가 학습자료와 다른 분포를 가질 경우, 모델이 

정확한 예측을 수행하지 못한다. 이 문제를 해결하는 방법

으로는, 합성자료를 활용해 사전 학습된 모델을 현장자료

에 맞게 전이학습(transfer learning)하거나, 다양하고 복잡

한 형태의 학습자료를 대규모로 생성하는 방법이 있다. 전

자는 충분한 양의 학습자료를 확보하기 어렵고, 후자는 자

료 생성에 높은 연산 비용이 든다고 알려져 있다. 또한, Li et 

al.(2019)은 기계학습 기반 탄성파 역산으로 얻은 속도 모

Fig. 13. (a) Schematic diagram of the workflow for training the RNN and (b) application of the trained RNN model to the field data 
set (Bang et al., 2021).
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델과 탄성파 자료 간의 공간적 상관성 부재를 지적하며, 이

는 기계학습 기반 역산 결과의 이론적 근거가 부족함을 시

사한다. 이에 따라, 기계학습 기반 역산 결과의 신뢰성을 높

이기 위해 신경망에 물리적 정보를 통합하거나 물리학 기

반 학습을 진행하는 연구가 진행되고 있다(Biswas et al., 

2019; Colombo et al., 2020a; Liu et al., 2022b; Noh et al., 

2023b; Dhara and Sen, 2023). 

지표투과 레이다 탐사

이 논문에서는 지표투과 레이다 자료에 기계학습 기법

을 적용한 사례를 분류(classification), 객체 탐지(object 

detection), 그리고 위치 추정(localization and estimation) 

등 세 가지 접근방식으로 분류하여 연구 내용을 조사하였

다. 첫 번째는 GPR 자료에서 이상체의 존재 여부 및 해당 

객체의 종류를 판별하는 분류 문제로, Liu et al.(2023)은 

Instance segmentation과 Semantic segmentation을 이용

한 M-YOLACT 모델을 개발하였다. B-scan 라벨을 사용

하여 결함 위치에 대한 사전 정보로 이미지 마스크를 생성

하고, 결함 검출과 쌍곡선 신호 검출 간의 충돌을 피하기 위

한 피쳐 맵을 기반으로 터널의 라이닝과 쌍곡선 모양의 미

세 식별을 수행함으로써 터널 내부의 복잡한 결함 반사 신

호의 형태를 정확하게 식별하였다. Alpdemir and Sezgin 

(2023)은 클래스 활성화 맵(CAM) 기법의 여러 변형을 사

용하여 B-scan 이미지에 색상 코드가 있는 열 지도를 중첩

시켜 특정 공간 영역이 딥러닝 모델의 예측에 기여하고, 합

성곱 신경망 기반 모델을 통해 2D 이미지의 특징을 효과적

으로 추출하였다. 이는 GPR 처리 파이프라인에 대한 이전

의 신호 처리 기술보다 정확한 설계로 이어져 GPR 이미지 

식별 과정 수준이 향상되었음을 알 수 있다.

두 번째는 자료 내에서 이상체의 위치를 박스로 표시하

는 객체 탐지로, 이 기술은 주로 공동, 파이프, 지반 이완대 

등 지하 매설물을 파악하는 목적으로 사용된다. GPR 탐사 

자료로부터 지하공동을 특정해 내기 위해 Choi et al.(2022)

는 쌍곡선 신호를 자동으로 탐지하는 YOLOv3 모델을 학

습하고, 3차원 입체 영상에 제안된 모델을 적용함으로써, 

시간과 비용을 절약하고 탐사 정확도를 향상시켰다. Liu et 

al.(2023)은 B-scan 및 C-scan GPR 이미지를 통해 FDL 

(four-scale detection layers) 구조를 기반으로 한 YOLOv3 

모델을 적용하여 도로 내부의 작은 균열에 대한 탐지 효과

를 향상시켰다. 이는 균열의 스케일이 변하더라도 다방면

으로 정확하게 검출할 수 있어 균열 탐지 네트워크의 정확

도를 높인 결과를 보였다. Hu et al.(2023a)은 도심 도로 내

부의 결함을 정확하고 효율적으로 탐지하기 위해 ECA 

(attention module)가 추가된 YOLOv5 기반 지하 결함 인

식 모델을 제안하였다. 또한, GPR 자료를 기반으로 후행 간

섭(trailing interference)을 필터링하고 지하 결함을 탐지하

도록 설계된 M2FNet(Liu et al., 2023)은 하이브리드 CNN

과 트랜스포머 인코더를 결합한 듀얼 백본(dual backbone)

으로 다중 모드(multimodal) GPR 자료의 표현 학습(rep-

resenting learning)을 향상시켰다. 이는 실제 공항 활주로

의 GPR 자료에 대한 후행 간섭을 구별할 수 있는 현장 적용

성이 우수한 면을 보여주었다. 아울러, 지하 파이프를 탐지

하는 객체 탐지법 중에서 Yang et al.(2023)은 지하 파이프

라인을 탐지할 때 발생하는 거대한 잡음 간섭 제거와 대상 

반응 향상을 위해 CI-Net(clutter-immune net)을 제안하였

다. 또한, Yang et al.(2023)에서는 convolution triplet 

attention module을 잔여 모듈(RSU)에 통합하여 다양한 스

케일 특성을 가진 중요 지역을 식별하고, 네트워크의 적응

적 기제(adaptive mechanism)을 통해 정확하고 포괄적인 

객체 반응을 얻는 방법을 제안하였다. Choi et al.(2022)은 

GPR 탐사자료의 공동을 탐지하기 위해 딥러닝 기반 방조

제 공동 탐지 모델을 개발하였다. 동일한 방조제에서 자료 

증강을 통해 학습자료 세트를 구축하였고, YOLOv5 모델

을 이용하여 초기 모델 개발 후 앵커 박스 클러스터링, 전이 

학습, 자체 앙상블, 모델 앙상블 기법 등을 적용하여 최적의 

모델을 도출하였다. 

세 번째는 지하의 이상체 및 물체의 위치와 반경을 직접 

예측하는 위치 추정 문제이다. GPR 자동 해석 연구의 초기 

단계에서는 주로 이미지 처리 기술을 사용하여 이미지 특

징을 분석하고 쌍곡선을 찾는 데 초점을 맞추었으며, 주로 

허프 변환(hough transform, HT), 템플릿 매칭(template 

matching, TM), 에지 검출(edge detection) 등이 사용되었

다(Su et al., 2023). 그러나 이와 같은 지하 매설물의 정보

를 얻는 전통적인 방법들은 몇 가지 한계점이 존재한다. 

GPR 지하 시설물의 위치를 추정하기 위한 전통적인 방법

에서 Terrasse et al.(2016)은 파이프의 이론적인 측정치와 

지도학습 체계를 결합한 사전(dictionary)을 사용하여 가스

관의 위치를 파악하는 방법을 제시하였으나, 이는 매개변

수를 사전에 수동으로 설정해야 하고, 배경 잡음에 민감하

다는 평가가 있었다. 또한, GPR 이미지 분석법 중 이론에 

기반한 방법에서 Dou et al.(2016)은 GPR 이미지를 이진화

하기 위한 적응형 임계값(adaptative threshold) 방법을 채

택하여 쌍곡선 클러스터링을 수행하기 위해 열 연결 클러

스터링(C3) 알고리즘을 설계했고, 직교 거리에 기반한 쌍

곡선 피팅(fitting) 알고리즘을 제안하며, 매개변수 초기화 

방법을 제공하였다. 하지만 이러한 방법들은 쌍곡선 매개

변수에 민감하기 때문에, 지하 매설물의 반경을 추정하는 

데 성능이 떨어지는 단점이 있다. 

위와 같은 문제점들을 보완하기 위해, 인공지능의 발전 

속도에 맞춰 GPR 이미지 처리 분야에도 딥러닝이 적용되
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어 지하에 존재하는 구조물이나 물체의 위치, 반경, 매몰된 

깊이 등의 정보를 파악하는 연구가 진행되고 있다. Zhang 

et al.(2021)은 철도 인프라 모니터링 응용 프로그램에서 

GPR B-scan 이미지를 사용하여 자료 부족을 해결하고, 자

동으로 특징을 학습하는 GAN을 기반으로 한 딥러닝 프레

임워크를 통해 지하 객체에 대한 평균적인 위치의 정확도

를 향상시켰으며, 결과적으로 다른 단일 CNN 모델에 비해 

높은 정확도를 나타냈다. Su et al.(2023)은 지하 매설물의 

위치를 파악하기 위해 GPR B-scan 이미지를 자동적으로 

해석하는 엔드 투 엔드 딥러닝 모델을 제안하여, 박스 피팅 

모드(box fitting mode)가 아닌 키포인트 회귀 모드(key-

point regression mode)를 채택했다. 또한 지하 매설물의 위

치 좌표를 생성하였으며, 본 모델에 ECA를 추가하여 잡음 

간섭을 관리하고, 높은 정확도를 보장하였다. Xu et al.(2023)

은 지하 파이프의 깊이와 반경을 추정하는 것을 목적으로 

연구를 진행하였는데, 자동 인코더 구조 네트워크로 이미

지를 이진화하고, 반경 추정 단계에서 LSTM과 사전 훈련

된 CNN을 통해 GPR 이미지 특징을 추출하는 작업을 수행

하였다. 동시에 1차원의 깊이 정보를 2D 매핑 네트워크에 

적용하여 이미지 정보와 유연하게 연결해줌으로써 제안된 

모델의 실현 가능성과 효율성을 높게 평가하였다(Fig. 14).

도전 과제 및 향후 방향

이상의 연구 사례에서 살펴본 바와 같이 물리탐사 분야

에서 기계학습, 특히 딥러닝 기술이 적극적으로 활용되고 

있다. 초기 단계에서는 기존에 개발된 알고리즘의 적용에 

초점을 맞춘 연구가 주를 이루었으나, 최근에는 물리탐사 

분야의 지식을 활용하여 특수 환경에 최적화된 새로운 딥

러닝 기술들이 개발되고 있으며, 실제 현장자료에 적용하

기 위한 연구로 확장되고 있다. 그러나 물리탐사 자료를 활

용한 딥러닝 기술의 실질적 적용에 있어서는 다음과 같이 

아직 극복해야 할 여러 도전 과제들이 존재한다. 

자료 부족 문제

일반적으로 딥러닝 기술의 성공 여부는 자료의 양에 비

례하며, 특히 지도학습의 경우에는 정답 레이블이 필수적

이다. 물리탐사 분야의 특성상 대량의 현장자료 및 레이블

의 수집이 어려워, 이 문제를 해결하기 위한 다양한 접근법

이 모색되고 있다. 자료 부족 문제에 대응하기 위한 직접적

인 방법으로는 자료 증강 기술을 들 수 있다. 이 기술은 탄성

파 자료 처리, 잡음 생성, 저류층 특성화, 역산 등의 분야에

서 도메인의 지식과 생성모델을 활용한 연구들이 활발히 

진행 중이다(e.g., Kim and Byun, 2020; Feng et al., 2021; 

Yang et al., 2022; Zhao et al., 2022; Zhou et al., 2023). 또

한, 비지도학습, 준지도학습, 전이학습과 같은 접근법으로 

자료 부족 문제를 해결하기 위한 연구들도 수행되고 있고

(e.g., Alfarraj and AlRegib, 2019; Di et al., 2020; Liu et 

al., 2021a; Song et al., 2022), 최근에는 물리 법칙 기반의 지

배 방정식을 기계학습에 적용하여 부족한 자료에서의 학습 

성능을 높이고자 하는 물리정보 기계학습(physics-informed 

ML) 기법도 소개되고 있다(Rasht-Behesht et al., 2022; Song 

and Wang, 2023; Zhang et al., 2023). 또한, 부족한 현장자

료를 대체하기 위해 합성자료를 사용하여 모델을 학습하는 

경우, 학습자료와 현장자료의 이질성이 주요한 문제가 된

다. 이를 보완하기 위해 다양한 연구가 진행되고 있으며, 이 

중에는 학습자료와 현장자료를 전처리 단계에서 클러스터

링을 통해 분석하거나, 도메인 적응(domain adaptation) 기

법을 적용하는 접근방식 등이 포함된다(Park et al., 2021; 

Liu et al., 2024). 이 외에도 One-shot, Few-shot, Zero-shot 

learning(Pourpanah et al., 2022)과 같이 적은 양의 자료를 

이용하여 학습을 수행하는 기법과 Active learning(Konyus-

hkova et al., 2017)과 같이 사용자의 개입을 이용하는 방식 

또한 부족한 자료를 보완하는 데 활용 가능할 것으로 판단

된다. 이처럼 물리탐사 분야에서는 자료 부족 문제를 해결

하기 위한 다양한 연구가 활발히 진행되고 있으며, 이 문제

Fig. 14. Framework of depth and radius estimation (Xu et al., 2023).



물리탐사 분야에서의 딥러닝 기술: 현황, 도전 과제 및 미래 방향

제61권 제1호

75

의 해결은 현장에서의 성공적인 딥러닝 기술 적용을 위해 

여전히 필수적인 과제이다. 

기계학습 모델의 불투명성

또 다른 문제로는 기계학습 모델의 불투명성을 들 수 있

다. 대부분의 딥러닝 모델은 블랙박스로 취급되어 예측 결

과의 물리학적 타당성 및 투명성을 보장하기 어렵다. 특히, 

석유 및 가스 탐사와 같이 높은 정확성과 결과의 신뢰성이 

요구되는 물리탐사 응용 분야에서는 이러한 불투명성이 모

델의 실용성을 제한할 수 있다. 따라서 이 문제를 해결하기 

위해 물리 법칙을 내재한 물리정보 기계학습 기술이 도입

되고 있고(Rasht-Behesht et al., 2022), 모델의 결정 과정을 

해석할 수 있도록 하는 설명 가능한 인공지능(explainable 

artificial intelligence, XAI) 기법도 적용되고 있다(Maffe-

zzoli, 2022; Birnie and Ravasi, 2023; Noh et al., 2023a). 

모델 예측의 신뢰도를 정량적으로 평가하는 불확실성 추정

(uncertainty estimation) 연구는 기계학습 분야에서 활발

히 진행되고 있으며(e.g., Gal and Ghahramani, 2016), 이

러한 연구는 물리탐사 분야에서도 기계학습 기반 자료처리 

모델의 신뢰성과 해석 가능성 향상에 기여하고 있다(Liu et 

al., 2020c; Pham and Fomel, 2021; Oh and Byun, 2022). 

따라서, 물리탐사 분야에서 기계학습 모델의 신뢰도 및 해

석 가능성을 높이는 연구가 앞으로 더욱 중요해질 것이며, 

이러한 연구는 딥러닝 기술의 현장 적용을 실질적으로 가

능하게 하는 기반을 제공할 것으로 기대된다. 

멀티모달 자료 통합 해석

현재는 대다수의 연구가 탐사자료에 딥러닝 기술을 개별

적으로 적용하는 단계에 있지만, 앞으로는 다양한 유형의 

탐사자료를 통합하여 분석하는 멀티모달(multimodal) 딥

러닝 방식의 복합적 해석 연구가 확대될 것으로 보인다. 멀

티모달 모델은 텍스트, 이미지, 오디오 등 다양한 형태의 

자료를 통합하여 처리하는 방법으로, 자료 및 네트워크의 

통합 방식에 따라 초기 통합(early fusion), 중간적 통합

(intermediate fusion), 순차적 통합(late fusion) 방식으로 

구분된다(Stahlschmidt et al., 2022). 초기 통합 방식은 다

양한 입력을 동시에 하나의 네트워크만으로 학습하는 방법

이며, 개발이 용이하지만 다양한 자료의 유용한 특징을 추

출하기 어려운 단점이 있다(Fig. 15a). 중간적 통합 방식은 

각 자료에서 추출된 특징들이 더 깊은 네트워크 층에서 결

합되는 방식이다(Fig. 15b). 다양한 자료 간의 복잡한 상호

작용을 정밀하게 모델링할 수 있으나, 모델의 복잡성이 증

가하여 학습 및 최적화가 어렵다는 단점이 있다. 순차적 통

합 방식은 개별 자료에서 독립적으로 특징을 추출한 후, 최

종 단계에서 이를 통합한다(Fig. 15c). 이 방식은 모델의 복

잡성을 줄이고 다양한 자료의 특성을 보존할 수 있으나, 자

Fig. 15. DL-based fusion strategies Layers marked in blue are shared between modalities and learn joint representations. (a) Early 
fusion strategies take as input a concatenated vector. No marginal representations are learned. (b) Intermediate fusion strategies 
first learn marginal representations and fuse these later inside the network. This can occur in one layer or gradually. (c) Late fusion 
strategies combine decisions by sub-models for each modality (Stahlschmidt et al., 2022).
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료 간의 상호작용을 직접적으로 모델링하는 데 제한이 있

어 성능 저하의 가능성이 있다.

최근 물리탐사 분야 딥러닝 기반 복합역산 관련 연구의 

대부분이 규격화된 자료를 통합하여 사용하는 초기 통합 

방식을 따른다(e.g., Wei et al.., 2022a; Jiao et al., 2023). 하

지만, 규격화된 자료가 아닌 다양한 자료 유형에서, 유용한 

특성을 추출하고 자료들 간의 상관성을 최대화하여 해석의 

정확도를 향상하기 위해서는 중간적 통합 방식으로의 연구

가 필요할 것으로 생각된다. 또한, 이러한 접근법은 물리탐

사 자료뿐만 아니라, 검층 자료, 지질 정보, 인공위성 자료 

등 다방면의 자료를 포괄하는 멀티모달 통합 시스템 개발 

연구로 발전할 것으로 예상되며, 이는 지구과학 분야에서

의 자료 분석 및 해석 방식을 한 단계 진보시킬 것으로 기대

된다.

결   론

이 논문에서는 물리탐사 분야에서 기계학습 및 딥러닝 

기술의 최신 적용 사례와 발전 동향을 소개하였다. 탄성파 

탐사, 중력 및 자력 탐사, 전기 및 전자 탐사, 지표투과 레이

다 탐사, 그리고 복합역산 분야에서 딥러닝 기술의 활용 현

황을 광범위하게 조사하였고, 다수의 연구에서 기존 이론 

기반 접근법을 능가하는 성능을 보이는 딥러닝 기술의 적

용 사례를 확인하였다. 또한, AI 분야에서 이미 개발된 딥러

닝 기술을 단순히 적용하는 수준을 넘어, 물리탐사 자료에 

최적화된 새로운 딥러닝 기술이 개발되고 있음을 확인하였

고, 이는 물리탐사 분야에서 딥러닝이 새로운 패러다임으

로 자리매김하고 있음을 시사한다. 

그러나 이러한 기술적 진보에도 불구하고, 자료 부족, 모

델의 불투명성, 학습자료와 현장자료 간의 이질성과 같은 

도전 과제들이 여전히 존재한다. 따라서 이러한 문제를 해

결하기 위한 연구와 기술개발이 지속적으로 이루어져야 하

며, 이는 물리탐사 분야에서 딥러닝 기술이 효과적으로 활

용되기 위한 필수 과정일 것이다. 향후 연구 방향에 있어서

는, 모델의 투명성과 타당성을 향상시킬 수 있는 설명 가능

한 인공지능(explainable artificial intelligence, XAI) 기법

의 적용 확대, 다양한 탐사자료를 통합적으로 분석할 수 있

는 멀티모달 및 데이터 퓨전 기법의 개발, 그리고 물리탐사 

분야만이 가지고 있는 고유한 문제 해결을 위한 맞춤형 딥

러닝 모델의 개발이 중요한 연구 주제가 될 것으로 보인다. 

이러한 연구는 물리탐사 분야에서의 인공지능 기술의 성공

적인 정착과 발전을 촉진할 것이며, 이를 통해 자원공학 및 

지구과학 분야의 발전에 기여할 수 있을 것으로 기대된다.
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해저면 특성 분류 기술개발)(관리번호: 20220254). 
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